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Resumen

En este trabajo se desarroll6 una metodologia basada en el modelado
numeérico de una guia de onda tipo slot y técnicas de aprendizaje automatico
para la identificaciéon de contaminantes presentes en agua. A partir del indice
de refraccion de soluciones acuosas, se resolvio la respuesta modal de la guia
de onda y se calcularon descriptores Opticos y optoelectronicos relacionados
con la constante de propagacion, el confinamiento modal, la sensibilidad
espectral, el volumen efectivo del slot y la interaccion electromagnética con el
medio analizado. Estos parametros fueron utilizados como variables de

entrada para entrenar y evaluar modelos de clasificacion supervisada.

Se compararon arboles de decision, Random Forest, XGBoost y un perceptrén
multicapa para clasificar F~, H;AsO,, KNOs; y NaCl. En condiciones limpias,
los modelos de ensamble y el perceptron multicapa alcanzaron desempenos
practicamente perfectos, con métricas por clase cercanas o iguales a 1.00 y
valores de AUC de 1.00. Sin embargo, la evaluacién bajo perturbaciones
gaussianas evidenci6 diferencias importantes en robustez. Random Forest y
XGBoost mostraron una degradacién abrupta al introducir ruido en las
variables de entrada, mientras que el arbol de decisién mantuvo como principal

limitacion la confusién entre KNO5; y NaCl.

El perceptron multicapa presenté el mejor equilibrio entre exactitud, capacidad
discriminante y estabilidad operacional. Su degradacion frente al ruido fue
progresiva y mas controlada que la de los modelos basados en arboles,
conservando valores de AUC superiores a 0.90 incluso bajo niveles elevados
de perturbacion. Los resultados demuestran que los descriptores opticos
derivados de una guia de onda tipo slot contienen informacion suficiente para
diferenciar contaminantes en agua y que el aprendizaje automatico puede
integrarse como una herramienta efectiva para el desarrollo de sensores

fotdénicos inteligentes. Como trabajo futuro, se propone validar



experimentalmente el sistema, ampliar el conjunto de contaminantes y

optimizar la arquitectura del sensor y del modelo de clasificacién.

Abstract

This work developed a methodology based on the numerical modeling of a slot
waveguide and machine learning techniques for the identification of water
contaminants. Using the refractive index of aqueous solutions, the modal
response of the waveguide was solved, and optical and optoelectronic
descriptors were computed, including the propagation constant, modal
confinement, spectral sensitivity, effective slot volume, and electromagnetic
interaction with the analyzed medium. These physically meaningful parameters
were used as input features to train and evaluate supervised classification

models.

Decision Tree, Random Forest, XGBoost, and Multilayer Perceptron models
were compared for the classification of F~, H;AsO,, KNO5, and NaCl. Under
clean conditions, the ensemble models and the Multilayer Perceptron achieved
nearly perfect performance, with per-class metrics close to or equal to 1.00 and
AUC values of 1.00. However, the evaluation under Gaussian perturbations
revealed substantial differences in robustness. Random Forest and XGBoost
exhibited an abrupt performance degradation when noise was introduced into
the input variables, whereas the Decision Tree remained mainly limited by the

confusion between KNO; and NaCl.

The Multilayer Perceptron achieved the best balance between accuracy,
discriminative capability, and operational stability. Its degradation under noise
was progressive and more controlled than observed in tree-based models,
maintaining AUC values above 0.90 even under high perturbation levels.
These results demonstrate that optical descriptors derived from a slot
waveguide contain sufficient information to distinguish water contaminants and

that machine learning can be effectively integrated into the development of



intelligent photonic sensors. Future work should focus on experimental
validation, expansion of the contaminant dataset, and optimization of both the

sensor architecture and the classification model.
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1. INTRODUCCION

1.1 ANTECEDENTES

El agua constituye uno de los recursos naturales mas importantes para el
desarrollo humano, la produccion agricola, los procesos industriales y el
mantenimiento de los ecosistemas. La disponibilidad de agua potable segura
y de calidad es un requisito fundamental para la salud publica, la seguridad
alimentaria y el desarrollo sostenible de las sociedades modernas. [1-4] Sin
embargo, el crecimiento poblacional, la industrializacién, la expansion de las
actividades agricolas y el aumento en la demanda de agua han intensificado
la presion sobre las fuentes superficiales y subterraneas, con efectos tanto en

la disponibilidad como en la calidad del recurso hidrico. [5-7]

En México, la calidad del agua es una problematica de especial relevancia:
factores geoldgicos y actividades antropogénicas se combinan para favorecer
la presencia de contaminantes en fuentes superficiales y subterraneas
destinadas al abastecimiento y consumo humano. [8-10] Entre los de mayor
interés se encuentran el arsénico, el fluoruro, los nitratos y diversas sales
disueltas, cuya presencia en concentraciones elevadas puede generar efectos
adversos en la salud humana y el medio ambiente. [11,12] Estas condiciones
han motivado el desarrollo de sistemas de monitoreo capaces de proporcionar

informacion confiable y oportuna sobre la composicién quimica del agua.

La determinacion de contaminantes en agua se realiza mediante técnicas
como la espectrometria de masas con plasma acoplado inductivamente, la
espectroscopia de absorcion atdémica, los sensores electroquimicos y los
métodos conductivos. [13-16] Estas técnicas ofrecen elevada sensibilidad y
precision analitica; no obstante, suelen requerir infraestructura especializada,
personal capacitado, preparacion de las muestras y condiciones de operacion

controladas, lo que dificulta su implementacién en aplicaciones de monitoreo
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continuo, remoto o distribuido. Estas limitaciones han impulsado la busqueda
de tecnologias alternativas que permitan realizar mediciones rapidas, remotas

y con menores requerimientos operativos.

Dentro de estas alternativas, los sensores opticos han despertado un interés
considerable debido a su elevada sensibilidad, su inmunidad a interferencias
electromagnéticas, su capacidad de miniaturizacion y su potencial de
integracion en plataformas fotonicas compactas. [19-21] En particular, los
sensores basados en guias de onda aprovechan la interaccion entre el campo
evanescente y el medio circundante para detectar variaciones en el indice de
refraccion producidas por cambios en la composicion quimica de una muestra.
Entre estas estructuras, las guias de onda tipo slot resultan especialmente
prometedoras, ya que concentran una fraccidn significativa del campo
electromagnético en la region de baja permitividad donde se encuentra el

analito, lo que incrementa la interaccidn entre la luz y el medio de interés.

Los sensores Opticos también ofrecen posibilidades de desarrollo vinculadas
con la sustentabilidad energética. En comparacién con algunas técnicas
instrumentales convencionales, los sistemas fotonicos integrados presentan
potencial para operar con menores requerimientos energéticos y para
integrarse en dispositivos compactos, caracteristicas de interés en
aplicaciones continuas, distribuidas y de largo plazo, donde el consumo
energético es un factor relevante de disefio. [22,23] Esta ventaja, sin embargo,
debe evaluarse considerando el sistema completo: la fuente Optica, los
elementos de deteccion, la adquisicion de datos y el procesamiento de la

informacion.

Por otra parte, el modelado tedrico de estas estructuras permite estudiar su
respuesta antes de avanzar hacia la fabricacion y la validacion experimental.
Mediante la solucién numérica de las ecuaciones caracteristicas de la guia de
onda y el uso de modelos de dispersion dptica que relacionan la composicion

de las soluciones acuosas con su indice de refraccion, es posible obtener

16



descriptores Opticos que representan la respuesta de la estructura ante

distintos indices de refraccion, concentraciones y condiciones de operacion.

Los descriptores generados de esta forma conforman un conjunto de datos
multivariable en el que pueden existir relaciones no lineales, un escenario en
el que el aprendizaje automatico resulta una herramienta adecuada. Los
avances recientes en inteligencia artificial han permitido construir modelos
capaces de identificar patrones complejos en datos experimentales y
simulados, con resultados prometedores en aplicaciones relacionadas con la
calidad del agua, incluyendo tareas de clasificacién, prediccion y estimacion
de contaminantes. [15, 16] Asimismo, diversos estudios han explorado la
combinacion de algoritmos de aprendizaje automatico con sensores opticos,
dispositivos fotonicos y estructuras nanofotdénicas para mejorar el

procesamiento y la interpretacion de su respuesta. [24, 25]

Aunque existen investigaciones enfocadas en el disefio de sensores opticos y
otras orientadas a aplicar algoritmos de aprendizaje automatico sobre datos
experimentales o sintéticos, la integracion de ambas aproximaciones continua
siendo limitada para la clasificacion de soluciones acuosas asociadas con
arsénico, fluoruro, nitrato y cloruro de sodio a partir de descriptores obtenidos

del modelado de una guia de onda tipo slof.

1.2 PLANTEAMIENTO DEL PROBLEMA

La presencia de contaminantes como el arsénico, el fluoruro, los nitratos y las
sales disueltas compromete el aprovechamiento seguro del agua cuando su
naturaleza y concentracion afectan la salud humana. Vigilarlos en sitio, de
forma continua o distribuida y sin requerir la presencia constante de personal,
exige sistemas compactos y de bajos requerimientos operativos. Las técnicas

convencionales de laboratorio ofrecen un desempefio analitico adecuado,
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pero su infraestructura, su personal especializado y sus procedimientos de

laboratorio dificultan su implementacion en este tipo de escenarios.

Los sensores Opticos basados en guias de onda tipo slot y el aprendizaje
automatico se perfilan como herramientas complementarias para este fin: las
primeras aprovechan la interaccion de la luz con el medio circundante para
detectar cambios en las propiedades opticas del agua, y el segundo permite
interpretar la respuesta de dispositivos fotonicos. Sin embargo, su integracién
para clasificar soluciones acuosas con arsénico, fluoruro, nitrato y cloruro de
sodio a partir de descriptores obtenidos del modelado de la guia continua
siendo limitada. Avanzar en esta direccion requiere, por un lado, obtener
parametros Opticos sensibles a los cambios del medio y, por otro, disponer de

algoritmos que relacionen esas respuestas con el contaminante presente.

La cuestion es si la respuesta optica calculada de una guia de onda tipo slot
proporciona informacién suficiente para distinguir entre los contaminantes
cuando varian sus concentraciones y las condiciones de operacion, y si las
diferencias entre los parametros obtenidos permiten establecer una
clasificacion consistente. Por ello, debe evaluarse la capacidad de
discriminacion del conjunto formado por el modelo fisico y los algoritmos de

aprendizaje automatico.

La presente investigacion se limita al modelado analitico mediante la solucion
numeérica de la ecuacion trascendental caracteristica de una guia de onda tipo
slot y de los modelos de dispersion utilizados para calcular el indice de
refraccion, y a la clasificacién computacional de muestras acuosas modeladas
con presencia de arsénico, fluoruro, nitrato o cloruro de sodio de forma
individual. Con estos resultados se construye un conjunto de datos sintéticos
para entrenar y evaluar arboles de decisién, bosques aleatorios, XGBoost y
redes neuronales artificiales. No se contempla la fabricacién ni la validacion
experimental del sensor, por lo que los resultados no constituyen por si mismos

la demostracion de un sistema de deteccion operando con muestras reales.
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Su aportacion consiste en establecer el alcance y las limitaciones de esta
relacion, evaluando el potencial discriminante de los parametros Opticos
generados mediante simulacion e identificando configuraciones que podrian
priorizarse en investigaciones experimentales posteriores. A largo plazo, estos
conocimientos podrian contribuir a tecnologias de monitoreo utiles para
responsables de la gestion del agua y comunidades que requieren informacién

oportuna sobre su calidad.

1.3 JUSTIFICACION

Los métodos empleados para la deteccion y cuantificacion de contaminantes
en agua han evolucionado hacia sistemas cada vez mas precisos y sensibles.
No obstante, muchas de las técnicas analiticas utilizadas actualmente
requieren infraestructura especializada, elevados requerimientos energéticos
y condiciones controladas de operacion, factores que incrementan tanto los
costos de analisis como el impacto ambiental asociado a su uso. Por ello,
existe un interés creciente en el desarrollo de tecnologias alternativas que

permitan realizar mediciones confiables con un menor consumo de recursos.

De acuerdo con la literatura y las especificaciones técnicas de los equipos
utilizados para el analisis de contaminantes en agua, los métodos
convencionales de laboratorio presentan una demanda energética
considerable debido a la complejidad de sus sistemas de excitacidn, deteccion
y procesamiento. [25-42]. La Figura 1.1 muestra una comparacion del
consumo energético estimado para diferentes tecnologias analiticas utilizadas

en la determinacion de contaminantes quimicos.
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FIGURA 1.1 COMPARACION DEL CONSUMO ENERGETICO (WATTS-HORA) DE DISTINTAS
METODOLOGIAS, DONDE SE RESALTA EL BAJO CONSUMO DE LOS DISPOSITIVOS BASADOS EN
FIBRAS OPTICAS. [25]-[42]

Entre las técnicas de mayor consumo energético se encuentran la
espectrometria de masas con plasma de acoplamiento inductivo (ICP-MS) y la
espectrometria de absorcién atémica con horno de grafito (GFAAS), cuyos
requerimientos energéticos alcanzan aproximadamente 10,687 Wh y 7,065
Wh, respectivamente. [26, 28] En contraste, los sistemas fotdnicos basados
en fibra optica presentan consumos significativamente menores. Por ejemplo,
el espectrometro USB2000+ registra un consumo aproximado de 1.25 Wh,
mientras que el sistema FSPRO-4 + OXSOLYV requiere unicamente 0.15 Wh
[35, 36].

Es necesario precisar que estos equipos se incluyen como ejemplos de
sistemas Opticos basados en fibra 6ptica y no como dispositivos con
capacidades analiticas equivalentes a las técnicas de deteccion de
contaminantes propuestas. El sistema FSPRO-4, en combinacion con la sonda
OXSOLV, permite medir oxigeno disuelto, pero no identificar ni cuantificar los
contaminantes. Por su parte, el USB2000+ es un espectrometro acoplado a

fibra Optica que registra informacion espectral, su utilizacién para detectar
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sustancias especificas requiere una configuracion de medicién y una
metodologia analitica adaptada. En consecuencia, ambos equipos se emplean
unicamente como referencias del consumo energético de dispositivos
fotdnicos, sin atribuirles la capacidad de identificar por si solos arsénico,

fluoruro, nitrato o cloruro de sodio en agua.

Estos valores representan reducciones energéticas superiores al 99.9
respecto a las técnicas convencionales de laboratorio. Particularmente, al
comparar el sistema USB2000+ con un equipo ICP-MS se obtiene una
reduccion aproximada del 99.98%, mientras que el sistema FSPRO-4 +
OXSOLYV alcanza una disminucion cercana al 99.999. Estas cifras se calculan
a partir de las especificaciones técnicas de equipos individuales y no
constituyen una comparacion experimental directa; el consumo de un sistema
completo basado en una guia de onda tipo slot dependera ademas de la fuente
optica, los elementos de deteccion, la adquisicion de datos y el procesamiento
de la informacién. Los sistemas de fibra oOptica se emplean aqui como
referencia del potencial energético de la tecnologia fotdnica. La disminucién
en la demanda energética implica una reduccion de las emisiones indirectas
asociadas al consumo eléctrico, cuando se utiliza el mismo factor de emision.
Para estimar las emisiones indirectas asociadas al consumo eléctrico, se
emple6é el factor de emision del Sistema Eléctrico Nacional 2024, de
0.444tC0,e/MWh, indicado por la SEMARNAT en el documento “Aviso a los
establecimientos sujetos a reporte en el Registro Nacional de Emisiones
(RENE)”, publicado el 29 de mayo de 2026 [43]. Las emisiones se calcularon
multiplicando el consumo energético estimado de cada equipo por dicho factor,
con la conversion de unidades correspondiente. Los resultados de este calculo

se presentan en la Figura 1.2.
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FIGURA 1.2 EMISIONES INDIRECTAS ESTIMADAS ASOCIADAS AL CONSUMO ELECTRICO DE LAS
TECNOLOGIAS ANALIZADAS. ELABORACION PROPIA A PARTIR DE LOS CONSUMOS ENERGETICOS
DE LAS REFERENCIAS [25]-[42] Y DEL FACTOR DE EMISION DEL SISTEMA ELECTRICO NACIONAL
PUBLICADO POR LA SEMARNAT [43].

Mientras que técnicas como ICP-MS y GFAAS generan aproximadamente
4745 mgC0,e y 3137 mgCO,e por operacidon, respectivamente, los sistemas
opticos presentan emisiones considerablemente menores. El espectrometro
USB2000+ produce alrededor de 0.830 mgCO,e y el sistema FSPRO-4 +
OXSOLV unicamente 0.0666 mgCO.e . En consecuencia, las emisiones
asociadas a los sensores Opticos representan menos del 0.02 de aquellas

generadas por los métodos convencionales de laboratorio.

Ademas de las ventajas asociadas a la eficiencia energética y la reduccion de
emisiones, los sensores Opticos ofrecen caracteristicas atractivas para
aplicaciones de monitoreo continuo, tales como inmunidad a interferencias
electromagnéticas, posibilidad de miniaturizacion, operacién remota y

capacidad de integracion en plataformas foténicas compactas [35, 37, 38].

En este contexto, la presente investigacion propone una metodologia
computacional que combina el modelado de una guia de onda tipo slot con

algoritmos de aprendizaje automatico para la clasificacion de arsénico,
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fluoruro, nitrato y cloruro de sodio en agua. La integracion de fotonica,
modelado fisico e inteligencia artificial busca sentar las bases de sensores
inteligentes que ofrezcan una alternativa de bajo consumo energético y
reducido impacto ambiental frente a las metodologias convencionales de
laboratorio, y permite orientar la seleccion de configuraciones antes de la
fabricacion, disminuyendo el numero de alternativas que deben explorarse

experimentalmente.

1.4 PREGUNTA DE INVESTIGACION

¢En qué medida los parametros opticos obtenidos mediante el modelado
analitico de la guia de onda tipo slot permiten clasificar, mediante algoritmos
de aprendizaje automatico, muestras acuosas con presencia de arseénico,
fluoruro, nitrato o cloruro de sodio, considerando diferentes concentraciones y

condiciones de operacion?

1.5 HIPOTESIS

Los parametros Opticos obtenidos mediante el modelado analitico de la guia
de onda tipo slot contienen informacién discriminante sobre el tipo de
contaminante presente en las muestras acuosas modeladas. En
consecuencia, su utilizacion como variables de entrada permitira que al menos
uno de los algoritmos de aprendizaje automatico evaluados clasifique las
muestras con una exactitud superior al 90% en diferentes condiciones de

operacion.
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OBJETIVOS

OBJETIVO GENERAL

Desarrollar y evaluar una metodologia computacional que integre un modelo

tedrico de una guia de onda tipo slot, resuelto numéricamente, con técnicas

de aprendizaje automatico, para analizar la capacidad discriminante de los

parametros opticos en la clasificacion de soluciones acuosas con diferentes

concentraciones de arseénico, fluoruro, nitrato y cloruro de sodio, con la

finalidad de establecer una base para el desarrollo futuro de sistemas fotonicos

inteligentes con potencial de operacion energéticamente eficiente.

OBJETIVOS PARTICULARES

Analizar la dependencia del indice de refraccién de las soluciones
acuosas respecto de la concentracion de arsénico, fluoruro, nitrato y
cloruro de sodio mediante modelos de refraccion molar y la ecuacién de

dispersion de Sellmeier.

Implementar computacionalmente el modelo tedrico de una guia de
onda tipo slot mediante la solucion numérica de su ecuacion
trascendental caracteristica, con el fin de obtener los parametros
Opticos correspondientes a diferentes condiciones de operacién e

indices de refraccion de las soluciones acuosas.

Analizar la distribucién del campo electromagnético y su interaccién con
el medio acuoso, incluida la fraccién de energia confinada en la region
slot, para cuantificar la sensibilidad de los parametros 6pticos de la guia
de onda frente a las variaciones del indice de refraccion producidas por

las concentraciones de los analitos estudiados.
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VI.

Generar un conjunto de datos sintéticos a partir de los parametros
opticos obtenidos mediante el modelo tedrico implementado
computacionalmente para las diferentes concentraciones de arsénico,

fluoruro, nitrato y cloruro de sodio consideradas en el estudio.

Implementar y entrenar modelos de aprendizaje automatico
correspondientes a arboles de decision, bosques aleatorios, XGBoost y
redes neuronales artificiales, utilizando el conjunto de datos sintéticos

generado mediante el modelo fotdnico.

Evaluar y comparar el desempefio de los modelos de aprendizaje
automatico mediante métricas de clasificacion, con el propésito de
identificar el algoritmo con mayor capacidad para discriminar entre las

clases de soluciones acuosas consideradas.
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2. MARCO TEORICO

El modelo fisico-computacional desarrollado en esta investigacion describe la
relacion entre la concentracion de diferentes contaminantes disueltos en agua
y la respuesta optica de una guia de onda tipo slot. Para ello, la metodologia
integra fundamentos relacionados con las propiedades Opticas de las
soluciones acuosas, la interaccion entre la luz y la materia, la propagacion
electromagnética en medios dieléctricos y el aprendizaje automatico. Esta
integracion permite representar de manera secuencial los procesos que
conducen desde una variacion en la composicion del medio hasta la

clasificacion de las soluciones consideradas.

La concentracién de un analito modifica las propiedades fisicas y Opticas de
una solucién acuosa, particularmente su indice de refraccion, el cual también
depende de factores como la temperatura y la longitud de onda de operacion
[60-63]. La relacion entre la composicion quimica y el indice de refracciéon
puede estudiarse mediante la polarizabilidad molecular, la refraccion molar, la
relacion de Lorentz-Lorenz y los modelos de dispersion optica, entre ellos la
ecuacidon de Sellmeier. Estos fundamentos permiten calcular el indice de
refraccion correspondiente a las diferentes concentraciones de arsénico,

fluoruro, nitrato y cloruro de sodio consideradas en este trabajo.

Los valores del indice de refraccion constituyen la entrada del modelo teérico
de la guia de onda tipo slot, implementado computacionalmente y resuelto
mediante métodos numéricos. A partir de la solucion de sus ecuaciones
caracteristicas se obtienen parametros Opticos como el indice efectivo, la
constante de propagacion, la distribucion del campo electromagnético y la
fraccién de energia confinada en la region slot. Estos parametros permiten
caracterizar la respuesta modal de la estructura frente a las variaciones del
indice de refraccion producidas por las diferentes concentraciones de los

analitos.
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Debido a que una variacion del indice de refraccion no proporciona
necesariamente una respuesta selectiva para distinguir por si sola entre
diferentes especies quimicas, los parametros obtenidos mediante el modelo
de la guia se utilizan como descriptores para construir un conjunto de datos
sintéticos. Posteriormente, este conjunto de datos se emplea para entrenar y
evaluar algoritmos de aprendizaje automatico correspondientes a arboles de
decision, bosques aleatorios, XGBoost y redes neuronales artificiales. De esta
manera, el aprendizaje automatico permite analizar de forma conjunta las
relaciones entre los descriptores Opticos y determinar su capacidad para

discriminar entre las clases de soluciones acuosas consideradas.

La Figura 2.1 resume la arquitectura conceptual del modelo fisico-
computacional empleado en esta investigacion. El esquema representa tres
etapas principales: la transduccion de las propiedades de la solucion en
variaciones del indice de refraccion; el modelado de la respuesta optica de la
guia de onda; y el procesamiento de los descriptores mediante técnicas de
aprendizaje automatico. Esta secuencia permite relacionar los fundamentos
fisicos, matematicos y computacionales que sustentan la metodologia utilizada

en los capitulos posteriores.
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FIGURA 2.1 ESQUEMA GENERAL DEL MODELO FiSICO-COMPUTACIONAL EMPLEADO PARA GENERAR Y ANALIZAR
LOS PARAMETROS OPTICOS UTILIZADOS EN LA CLASIFICACION DE LAS SOLUCIONES ACUOSAS CONSIDERADAS .
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De manera complementaria, las tecnologias foténicas pueden analizarse
desde la perspectiva de la sustentabilidad energética. Como se expuso en la
justificacion, las comparaciones realizadas a partir de la literatura cientifica y
de las especificaciones técnicas disponibles muestran que determinados
sistemas Opticos pueden presentar un menor consumo energetico operacional
y menores emisiones indirectas asociadas al uso de electricidad que algunas
técnicas instrumentales convencionales [25-42]. Estos antecedentes no
constituyen una medicion directa del consumo de la guia tipo slot propuesta,
pero permiten contextualizar el potencial de las plataformas fotdnicas para el

desarrollo futuro de sistemas de monitoreo energéticamente eficientes.

Con el propésito de establecer las bases necesarias para comprender la
metodologia propuesta, las siguientes secciones desarrollan inicialmente la
relacion entre la composicion de una solucion y su indice de refraccidon
mediante los conceptos de polarizabilidad molecular, refraccion molar, relacién
de Lorentz-Lorenz y dispersion Optica. Posteriormente, se presentan los
principios de reflexion total interna, campo evanescente y propagacion
electromagnética en guias de onda dieléctricas. Sobre estos fundamentos se
aborda el modelo tedrico de la guia de onda tipo slot, incluyendo sus
ecuaciones caracteristicas, la solucion del problema modal y la obtencién de
los parametros épticos utilizados como descriptores. Finalmente, se introducen
los fundamentos de los algoritmos de aprendizaje automatico empleados para

el entrenamiento, evaluacién y comparaciéon de los modelos de clasificacion.

2.1 REFRACCION MOLAR E INDICE DE REFRACCION

La refraccion molar constituye una magnitud que relaciona las propiedades
microscopicas de la materia, particularmente la polarizabilidad molecular, con

propiedades macroscoépicas observables como el indice de refraccién. Esta
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relacion proporciona una base tedrica para describir como la composicion,

densidad y estructura molecular de un medio influyen en su respuesta optica.

En esta seccidn se presentan los fundamentos fisicos que vinculan la
polarizacion inducida por un campo electromagnético con el indice de
refraccion del material. Posteriormente, se desarrolla la relacién de Lorentz-
Lorenz y los modelos de dispersion optica basados en la ecuacion de
Sellmeier, los cuales permiten describir la dependencia espectral del indice de
refraccion y constituyen la base para el modelado de soluciones acuosas

empleadas en este trabajo.

2.1.1 INDICE DE REFRACCION Y POLARIZIBILIDAD

La interaccion entre la radiacion electromagnética y la materia constituye el
fundamento de numerosos fendmenos O6pticos. Cuando una onda
electromagnética se propaga a través de un material dieléctrico, el campo
eléctrico asociado induce desplazamientos en las cargas ligadas de los
atomos y moléculas, generando una redistribucion de la densidad electrénica.
Como consecuencia, se produce una polarizacion inducida que modifica la

respuesta optica del medio [51].

Una de las magnitudes macroscépicas que describe esta interaccion es el
indice de refraccion, n, definido como la razén entre la velocidad de la luz en

el vacio y su velocidad de propagacion en el medio:

, (1)

S| e

donde, c, es la velocidad de la luz en el vacio y v es la velocidad de

propagacion de la radiacion electromagnética en el material.
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A nivel molecular, la accion del campo eléctrico induce un momento dipolar
Uina €N cada molécula. Para un material isotropo, este momento dipolar
inducido es proporcional al campo eléctrico local E;,. experimentado por la

molécula:

Hina = apolEloa (2)

donde ay,, es la polarizabilidad molecular, magnitud que cuantifica la
capacidad de deformacion de la nube electrénica bajo la accion de un campo
eléctrico externo. Cuanto mayor sea la polarizabilidad de una molécula, mayor
sera la polarizacién inducida y, en consecuencia, mas significativa sera su

contribucién a las propiedades oOpticas del medio [51, 52].

La polarizabilidad molecular puede expresarse en funcion del volumen de

polarizabilidad, az’,ol, mediante la relacidn

Apol = 47-[60“;,3011 (3)

donde ¢, representa la permitividad eléctrica en el vacio [51].

La dependencia entre polarizabilidad e indice de refraccion constituye la base
para comprender cOmo cambios en la composicion quimica de una sustancia
modifican su respuesta optica. En sistemas liquidos y soluciones acuosas, la
incorporacion de especies quimicas altera la polarizabilidad efectiva del medio,
produciendo variaciones medibles en el indice de refraccion. Esta relacion
resulta particularmente relevante en aplicaciones de deteccion optica, donde
el indice de refraccion puede emplearse como una variable sensible a cambios

de concentracion y composicién quimica [53].

2.1.2 RELACION DE LORENTZ-LORENTZ
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La relacion de Lorentz-Lorenz establece un vinculo entre la polarizabilidad
molecular, una propiedad microscépica de la materia, y el indice de refraccién,
una magnitud macroscopica observable. Esta formulacion constituye uno de
los modelos fundamentales para describir la respuesta Optica de medios

dieléctricos homogéneos e isotropicos [51].

La derivacion de esta relacion considera que una molécula inmersa en un
medio no experimenta unicamente el campo eléctrico aplicado externamente,
sino también la contribucién de las moléculas vecinas polarizadas, como se

observa en la Figura 2.1.

El(u‘

FIGURA 2.2 REPRESENTACION ESQUEMATICA DE UNA MOLECULA RODEADA POR PARTICULAS
POLARIZADAS INMERSAS EN UN CAMPO ELECTRICO EXTERNO. LA POLARIZACION DEL ENTORNO
CONTRIBUYE AL CAMPO ELECTRICO LOCAL Eo EXPERIMENTADO POR LA MOLECULA CENTRAL
[51].

Bajo estas condiciones, el campo eléctrico local puede aproximarse mediante,
Ejpe = E +=
loc = E + a’ (4)
donde E es el campo eléctrico macroscépico, P la polarizacion del medio y

P/, € denominado campo de Lorentz.

La polarizacion macroscopica depende de la densidad numérica de moléculas

presentes en el medio, la cual se expresa como

Nyp (5)
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donde N, = 6.022x10%3mol~! es el nimero de Avogadro, p la densidad del
material y M su masa molar. Por otra parte, la polarizacion total del medio

puede escribirse como

P = Nuing, (6)
dado que la polarizacion P, esta relacionado con el campo eléctrico y la

permitividad relativa de la forma
P = (e, — 1)¢yE. (7)
Para medios no magnéticos, la permitividad relativa y el indice de refraccion

se relacionan mediante

n? =g¢,, (8)
sustituyendo las ecuaciones (5)—(8) en la expresion del campo local y
utilizando la definicion de polarizabilidad dada por la ecuacioén (2), se obtiene
la relacion de Lorentz-Lorenz:

n*—1 . Napayor
nz2+2  3Me,

(9)

Esta ecuacion establece que el indice de refraccion depende directamente de
la polarizabilidad molecular y de la densidad del medio. A partir de la ecuacién

9 se define la refraccién molar R,,, dada por,

n>—1M
= — 10
m nz + 2 p ) ( )
o de forma equivalente,
Natyo
Ry = 522 (11)

La refraccion molar representa una medida de la contribucién éptica de una
molécula al indice de refraccion del sistema. Debido a su dependencia con la
polarizabilidad molecular, esta magnitud permite relacionar propiedades
estructurales y electronicas de las especies quimicas con parametros opticos

observables [53].
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Este parametro permite entender mejor la interaccion entre la luz y la materia
por ejemplo en soluciones o mezclas con multiples componentes MX + H,0 o
M,X + H,0 , ya que en presencia de un campo eléctrico surgen de
reordenamientos estructurales e interacciones intermoleculares, que alteran la
polarizabilidad electronica y la eficiencia de empaquetamiento. Por ejemplo, el
exceso de volumen molar en estos sistemas se correlaciona con desviaciones
del comportamiento ideal de mezcla, lo que destaca el papel de las
interacciones disolvente-soluto en la modulacion del indice de refraccidn

molar.

El indice de refracciéon de las soluciones también presenta relaciones lineales
con las concentraciones molares de soluto, como se demuestra en sistemas
NaCl + H,0 o K,S0, + H,0 [54]. Esta dependencia permite aplicaciones de
deteccidn optica de contaminantes mediante mediciones precisas de cambios
en el indice de refraccion. La respuesta del medio al campo eléctrico de la
onda luminosa esta relacionada con la polarizacion inducida en el material, la
cual contribuye a determinar sus propiedades Opticas. La respuesta especifica
también varia con la naturaleza quimica de los contaminantes, ya que las
especies con mayor capacidad electronica o hiperpolarizabilidad, muestran

mayores cambios inducidos por el campo [54].

2.1.3. DISPERSION OPTICA Y ECUACION DE SELLMEIER

La relacién de Lorentz-Lorenz permite establecer una conexion entre la
polarizabilidad molecular y el indice de refraccion de un medio. Sin embargo,
esta formulacion no describe explicitamente la dependencia espectral del
indice de refraccion. En general, el indice de refraccion n varia con la
frecuencia o la longitud de onda de la radiacién incidente, fendmeno conocido

como dispersion optica [55].
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La relacién de Lorentz—Lorenz, presentada en la ecuacion (9), establece el
vinculo entre el indice de refraccion y la polarizabilidad promedio a,,,; de un

medio denso. No obstante, las deducciones previas se formulan bajo el
supuesto de una respuesta estatica o de frecuencia fija del campo eléctrico.
En general, el indice de refraccién depende de la frecuencia de la radiacion

electromagnética incidente, fenémeno conocido como dispersion éptica [56].

Desde la electrodinamica clasica, la dispersion puede describirse mediante el
modelo de Lorentz, en el cual los electrones ligados se consideran osciladores
armoénicos sometidos a la accion de un campo electromagnético externo. En
regiones espectrales alejadas de las resonancias de absorcién, la respuesta
del material puede expresarse mediante la ecuacién de Sellmeier. La
deduccion microscopica detallada de esta formulacién, partiendo del modelo

de Lorentz, se presenta en el Apéndice 1.

La forma general de la ecuaciéon de Sellmeier puede escribirse como
(/1)—1+i A" 12
APV e (12)
=

donde n es el indice de refraccién, 1 la longitud de onda, A; los coeficientes
asociados a la intensidad efectiva de cada oscilador y C; = A% los parametros
relacionados con las longitudes de onda caracteristicas de absorcion. El

parametro m representa el numero de contribuciones consideradas.

Los coeficientes 4; y C; se determinan experimentalmente mediante técnicas
Opticas de alta precisiéon, tales como la refractometria y la elipsometria
espectroscopica [55]. Fisicamente, los términos asociados a menores
longitudes de onda representan contribuciones de resonancias electrénicas en
la region ultravioleta, mientras que los términos de mayor longitud de onda

modelan contribuciones vibracionales e idnicas localizadas en el infrarrojo.
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El agua constituye uno de los medios mas estudiados desde el punto de vista
de la dispersion optica debido a su relevancia en aplicaciones ambientales,
bioldgicas y fotonicas. Entre los modelos disponibles, la formulacion propuesta
por Daimon y Masumura [56] permite reproducir experimentalmente el indice
de refraccion del agua destilada en el intervalo comprendido entre 0.18178um

y 1.12895um mediante una ecuacion de Sellmeier de cuatro términos:

A2 AN AR AN

. 13
AZ_C1+AZ_C2+AZ_C3+AZ_C4 ( )

nA) =1+

Los valores experimentales de los coeficientes utilizados en este trabajo se

presentan en la Tabla 2.1.

TABLA 2.1 COEFICIENTES DE SELLMEIER PARA AGUA DESTILADA A 20°C. [56]

Coeficiente B; Valor Coeficiente C; valor
Ay 0.5684027565 Cy 0.005101829712
A, 0.1726177391 C, 0.01821153936
Az 0.02086189578 Cs 0.02620722293
A, 0.1130748688 Cy 10.69792721

La implementacion de estos coeficientes permite estimar el indice de
refraccion con incertidumbres del orden de 107>, lo que resulta adecuado para

aplicaciones de modelado 6ptico y disefio de sensores.

La dependencia térmica del indice de refraccion ha sido analizada en diversos
estudios. En [57] se muestra que las variaciones de temperatura modifican las
frecuencias de resonancia efectivas del medio, mientras que en [56, 57] se
reporta que cambios en temperatura y densidad producen variaciones
medibles en la respuesta Optica del agua. No obstante, para intervalos
moderados alrededor de la temperatura ambiente, las variaciones del indice

de refraccién son del orden de 1073, Por lo tanto, en este trabajo se adopta
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una temperatura de 20°C para los calculos del indice de refraccion y se
emplean los coeficientes de Sellmeier reportados por Daimon y Mansura [56]

a dicha temperatura, sin incorporar variaciones térmicas en el modelo.

En conjunto, la ecuacion de Sellmeier proporciona una descripcion espectral
del indice de refraccion del agua que, combinada con el formalismo de
refraccion molar desarrollado en la seccion anterior, permite modelar el
comportamiento 6ptico de soluciones acuosas que contienen arseénico,
fluoruro, nitrato y cloruro de sodio. Esta formulacién constituye la base para la
estimacion de las propiedades Opticas empleadas posteriormente en el

modelado de la guia de onda tipo slot propuesta en este trabajo.

2.2 REFLEXION TOTAL INTERNA

La reflexion total interna constituye uno de los fendmenos fundamentales que
permiten el confinamiento de la luz en fibras opticas, resonadores y guias de
onda integradas. Este fendmeno ocurre cuando una onda electromagnética se
propaga desde un medio de mayor indice de refraccién hacia otro de menor
indice y el angulo de incidencia supera un valor critico determinado por las

propiedades opticas de ambos medios [58].

Considerando una interfaz plana entre dos medios con indices de refraccién
n; y n;, la relacion entre los angulos de incidencia y transmision esta dada por

la ley de Snell
n; sin 8; = n; sin 6;, (14)
donde 6, representa el angulo de incidencia y 6; el angulo de transmision. La

Figura 2.3 muestra la reflexiéon y transmision de una onda luminosa al incidir

sobre la interfaz entre dos medios.
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FIGURA 2.3 INCIDENCIA, REFLEXION Y TRANSMISION DE UNA ONDA ELECTROMAGNETICA ENTRE
DOS MEDIOS CON DISTINTOS INDICES DE REFRACCION [59].

Cuando la luz se propaga desde un medio de mayor indice de refraccion hacia
otro de menor indice n; > n,, el angulo de transmisién aumenta conforme se
incrementa el angulo de incidencia. Existe un valor particular denominado
angulo critico 8., para el cual el rayo transmitido se propaga paralelamente a

la interfaz 6, = 90°. A partir de la ley de Snell se obtiene

n,sinf, =n, . (15)
La Figura 2.3 ilustra la condicion correspondiente al angulo critico. Para
angulos de incidencia superiores a este valor, no existe propagacion de
energia hacia el segundo medio y toda la potencia éptica permanece confinada
en el medio de mayor indice de refraccion, fendmeno conocido como reflexion

total interna, representado en la Figura 2.4.
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FIGURA 2.4 PROPAGACION DE LA ONDA TRANSMITIDA PARALELA A LA INTERFAZ CUANDO 6;, 6.
[59].

n

FIGURA 2.5 REFLEXION COMPLETA DE LA ONDA INCIDENTE CUANDO 8; > 0,. [59]

Aunque la Optica geométrica permite describir el fendmeno mediante
trayectorias de rayos, una descripcion mas rigurosa requiere considerar la
naturaleza electromagnética de la luz. A partir de las ecuaciones de Maxwell y
de las condiciones de continuidad para los campos eléctricos y magnéticos
tangenciales en la interfaz, se obtienen los coeficientes de reflexion vy
transmision de Fresnel para las polarizaciones transversal eléctrica (TE) y

transversal magnética (TM) [60].
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Para una interfaz dieléctrica no magnética, los coeficientes de reflexion pueden

expresarse como

n, cos B;j—nq cos B¢

T~ =
T™ = 5, cos@;+n;cos Oy ’ (16)

n, cos 6; +in,B

Try = = elfTm 17
™ n, cos 6; —in,B (17)

Estas expresiones muestran que la amplitud reflejada depende tanto de la

polarizacion como del contraste de indices de refraccion entre los medios.

Cuando 6; > 6., la ley de Snell conduce a valores complejos para cos 6;,
indicando que el campo transmitido es evanescente y no transporta energia
neta en la direccién normal a la interfaz. Para dos medios dieléctricos sin

pérdidas, los modulos de los coeficientes de reflexidon satisfacen

[lrsl = |rp| = 1']

donde 7y y 1, corresponden a las polarizaciones perpendicular y paralela al
plano de incidencia, respectivamente. Por tanto, las reflectancias cumplen
(Rs = R, = 1), lo que implica que toda la energia incidente se refleja hacia el

medio de mayor indice de refraccion.

Sin embargo, la ausencia de propagacion de energia en el segundo medio no
significa que los campos electromagnéticos desaparezcan en la interfaz. El
analisis electromagnético muestra que una fracciéon del campo penetra una
corta distancia dentro del medio de menor indice en forma de una onda
evanescente cuya amplitud decrece exponencialmente con la distancia a la
interfaz. Este fendomeno resulta de particular interés en sensores Opticos
basados en guias de onda, ya que permite que el campo electromagnético
interactue con sustancias presentes en el entorno externo sin abandonar el

medio guia.
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Por esta razon, la reflexion total interna constituye el mecanismo fisico que
hace posible el confinamiento y la deteccion optica en estructuras fotdnicas
integradas. El comportamiento y las propiedades de la onda evanescente
generada bajo estas condiciones se analizan con mayor detalle en la siguiente

seccion.

2.3 CAMPO EVANESCENTE

Como se describid en la seccion anterior, la reflexion total interna ocurre
cuando una onda electromagnética se propaga desde un medio de mayor
indice de refraccion hacia otro de menor indice n; > n, y el angulo de
incidencia supera el angulo critico 8; > 6.. Bajo estas condiciones, no existe
una onda transmitida propagante en el segundo medio y la energia permanece

confinada en el medio de mayor indice de refraccion [60].

Sin embargo, la aplicacion de las condiciones de frontera derivadas de las
ecuaciones de Maxwell muestra que los campos electromagnéticos no
desaparecen abruptamente en la interfaz. En su lugar, una fraccion del campo
penetra en el medio de menor indice formando una onda evanescente cuya
amplitud decrece exponencialmente con la distancia perpendicular a la interfaz
[60-62].

La dependencia espacial de este campo puede expresarse como

E(y) = Eqe™", (18)

donde E, es la amplitud del campo en la interfaz y a representa la constante
de decaimiento. La Figura 2.5 muestra la distribucion espacial caracteristica
del campo evanescente generado durante la reflexion total interna. Aunque no
existe una onda transmitida propagante en el medio de menor indice de

refraccion, el campo electromagnético penetra una distancia finita dentro de
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dicho medio y su amplitud decrece exponencialmente conforme aumenta la

distancia respecto a la interfaz.

FIGURA 2.6 REPRESENTACION ESQUEMATICA DEL DECAIMIENTO EXPONENCIAL DEL CAMPO
EVANESCENTE EN EL MEDIO DE MENOR INDICE DE REFRACCION (1;) CUANDO @; > 0. [60].

Esta constante se encuentra relacionada con la componente normal del vector

de onda en el medio de menor indice mediante
kyt = ko ’ngnlz Sin2 91' y (19)

donde k, = 2/ es el numero de onda en el vacio.

Cuando 6; > 6., el término bajo la raiz cuadrada es negativo y, por tanto, k.,
adquiere un valor imaginario. En consecuencia, la solucion transmitida deja de
ser una onda propagante y se transforma en una funcién exponencial
decreciente, caracteristica del campo evanescente [60]. Aunque este campo
no transporta energia hacia el interior del medio de menor indice, si mantiene
una interaccién electromagnética con el entorno cercano a la interfaz. Debido
a esta propiedad, cualquier variacion en las caracteristicas 6pticas del medio
externo puede modificar la distribucion del campo vy alterar los parametros de

propagacion de la onda guiada.
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Este fendmeno constituye el principio fisico fundamental de numerosos
sensores Opticos integrados. En particular, las guias de onda tipo slot
aprovechan la elevada intensidad del campo evanescente para incrementar la
interaccion entre la luz y el medio analizado, mejorando la sensibilidad frente
a cambios en el indice de refraccion producidos por diferentes especies

quimicas presentes en solucion [62, 63].

2.4 GUIAS DE ONDA

Una guia de onda optica es una estructura dieléctrica disenada para confinar
y dirigir la propagacion de la luz a lo largo de una trayectoria definida. Este
confinamiento se logra mediante el fenomeno de reflexion total interna, el cual
ocurre cuando la radiacion se propaga desde un medio con mayor indice de
refraccion hacia otro de menor indice y el angulo de incidencia supera el

angulo critico descrito en la seccion anterior [59].

El principio de funcionamiento puede ilustrarse mediante una capa dieléctrica
de indice de refraccion n,rodeada por medios con indice de refraccion inferior
n,, donde n, > n,. Bajo estas condiciones, los rayos que se propagan dentro
de la region de mayor indice experimentan reflexiones sucesivas en las
interfaces, permaneciendo confinados dentro de la estructura. En
consecuencia, la energia éptica puede transportarse a lo largo de grandes

distancias con pérdidas reducidas [60-61].

Cuando el angulo interno de propagacion 6es mayor que el angulo critico,

0, = sin_l(l/n), (20)

la reflexidn total interna impide que la radiacion se propague hacia el medio
circundante. No obstante, como se discuti® en la seccidn anterior, una

pequefia fraccion del campo electromagnético se extiende hacia la regién de
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menor indice en forma de campo evanescente. Este fendmeno constituye la
base fisica de numerosos sensores Opticos, ya que permite que la luz

interactue con sustancias presentes en el entorno de la guia de onda [61-65].

Luz fugada

Hoz doluz Incldente

———

Luz atrapadn

FIGURA 2.7 CONFINAMIENTO DE LA LUZ EN UNA GUIA DE ONDA MEDIANTE REFLEXION TOTAL
INTERNA. LOS RAYOS CON ANGULOS DE INCIDENCIA SUPERIORES AL ANGULO CRITICO
PERMANECEN GUIADOS DENTRO DEL NUCLEO, MIENTRAS QUE AQUELLOS QUE NO SATISFACEN
ESTA CONDICION SE ACOPLAN AL MEDIO EXTERNO Y SE PIERDEN POR RADIACION [58].

Las guias de onda opticas pueden clasificarse de acuerdo con el nimero de
dimensiones en las que se produce el confinamiento de la radiacion. Esta
clasificacion determina las caracteristicas de propagacion de los modos
opticos y las posibles aplicaciones del dispositivo. La Tabla 2.2 resume las

configuraciones mas comunes.

TABLA 2.2 CLASIFICACION DE LAS GUIAS DE ONDA EN FUNCION DE LAS DIMENSIONES QUE
PERMITEN CONFINAR LA LUZ [61].

Dimensiones del confinamiento de la luz Clasificacion de guia de onda éptica

1D Guia de onda planar

Canal de guia de onda
2D
Fibra 6ptica

3D Cristales fotonicos
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2.4.1 GUIA DE ONDA PLANAR

La guia de onda planar constituye la estructura mas simple utilizada para el
confinamiento y propagacion de la luz en dispositivos fotdnicos integrados.
Esta formada por una capa dieléctrica de espesor finito y mayor indice de
refraccién, denominada nucleo o pelicula guia, rodeada por dos medios con

indices de refraccion inferiores denominados cubierta y sustrato [60,61].

Bajo estas condiciones, la radiacion oOptica puede permanecer confinada
dentro del nucleo mediante reflexiones totales internas sucesivas en ambas
interfaces. Sin embargo, como se discutié en la seccidén anterior, una fraccién
del campo electromagnético penetra en los medios adyacentes en forma de
campo evanescente, fenomeno fundamental para numerosas aplicaciones de
sensado optico [62, 63]. La geometria general de una guia de onda planar se

muestra en la Figura 2.7, donde n, representa el indice de refraccion del
nucleo, mientras que ng,, Y n;,r corresponden a los indices de refraccion de

la cubierta y el sustrato, respectivamente.

FIGURA 2.8 GEOMETRIA GENERAL DE UNA GUIA DE ONDA PLANAR COMPUESTA POR UN NUCLEO DE ALTO INDICE DE
REFRACCION RODEADO POR MEDIOS DE MENOR INDICE QUE PERMITEN EL CONFINAMIENTO OPTICO MEDIANTE
REFLEXION TOTAL INTERNA [54].

Para garantizar el confinamiento optico debe cumplirse la condicién

Ny > Ngyp, Ny > Nypg, (21)
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la cual asegura la existencia de reflexion total interna en ambas interfaces del
nucleo [60-62].

La guia de onda planar constituye el modelo fundamental para el analisis
modal de estructuras fotonicas integradas. A partir de esta configuracion es
posible desarrollar modelos mas complejos, incluyendo guias de onda de
canal, resonadores integrados y guias de onda tipo slot, las cuales presentan
una mayor interaccion entre el campo electromagnético y el medio circundante

debido al confinamiento reforzado del campo 6ptico [58-61].

2.5 ANALISIS MODAL DE UNA GUIA DE ONDA SLOT

Las guias de onda 6pticas permiten el confinamiento y transporte de energia
electromagnética mediante el fendmeno de reflexion total interna. Entre las
diferentes configuraciones existentes, la guia de onda plana constituye el
modelo mas simple para el estudio de la propagacion modal y proporciona las
bases tedricas para el analisis de estructuras mas complejas, como las guias

de onda tipo slot.

Considérese una guia de onda plana formada por una pelicula dieléctrica de

indice de refraccion ny, espesor h, una cubierta superior de indice n. y un

sustrato inferior de indice ng, como se muestra en la Figura 2.8. Para que
exista confinamiento 6ptico es necesario que el indice de refraccion del nucleo

sea mayor que el de los medios circundantes, es decir,
ng > ne, ng > ng (22)

Bajo estas condiciones, la radiacion optica puede propagarse a lo largo de la

estructura mediante modos guiados.
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FIGURA 2.9 GEOMETRIA DE UNA GUIA DE ONDA PLANA DE TRES CAPAS EMPLEADA PARA EL ANALISIS MODAL [58].
La propagacion de los campos electromagnéticos en medios dieléctricos
homogéneos y libres de cargas puede describirse mediante las ecuaciones de
Maxwell. A partir de estas ecuaciones es posible obtener la ecuacion de onda
para el campo eléctrico y, posteriormente, la ecuacion de Helmholtz. La

derivaciéon matematica completa se presenta en el Apéndice 2.
Considerando una dependencia armoénica temporal para el campo eléctrico,
E(x,t) = E(x)e ¢, (23)
la ecuacion de onda puede expresarse en la forma de Helmholtz
V2E + k*E = 0, (24)
donde k = Z”Tn corresponde al numero de onda del medio.

Para una onda que se propaga en la direccién longitudinal z, la solucion puede

representarse como
E(x,2) = E(x)e 7, (25)
donde f es la constante de propagacién modal.

Sustituyendo esta expresion en la ecuacion de Helmholtz se obtiene una
ecuaciéon diferencial ordinaria que describe la distribucion transversal del

campo eléctrico,

d?E(x) X X B
— + (K= HE@) =0, (26)
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Esta ecuacion constituye la base para el analisis modal de guias de onda

dieléctricas.

En una guia de onda oéptica la energia electromagnética se propaga en forma
de modos guiados. Un modo puede definirse como una distribucion espacial
de los campos electromagnéticos que conserva su forma transversal durante
la propagacion y satisface simultaneamente las ecuaciones de Maxwell y las

condiciones de frontera impuestas por la estructura.

Revestimionto

Rovestimiento

Modos guindo

Luz

FIGURA 2.10 REPRESENTACION CONCEPTUAL DE LOS MODOS GUIADOS EN UNA GUIA DE ONDA
TIPO SLOT.

El numero de modos soportados por una guia depende de la longitud de onda
de operacion, de las dimensiones geométricas de la estructura y del contraste
de indices de refraccion entre el nucleo y los medios circundantes. En
particular, las guias de onda tipo slot presentan una elevada concentracion del
campo electromagnético dentro de la region de bajo indice de refraccion, lo

que incrementa la interaccion entre la luz y el medio analizado.

La ecuacidon (26) describe la distribucidn transversal del campo eléctrico
asociada a un modo guiado en una estructura dieléctrica. Su solucion depende
directamente del perfil espacial del indice de refraccion y de las condiciones
de frontera impuestas por la geometria de la guia de onda.

En el caso de estructuras multicapa, como las guias de onda tipo slot
empleadas en esta investigacion, la solucién de la ecuacién diferencial debe
realizarse de forma independiente en cada region del dispositivo vy
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posteriormente acoplarse mediante las condiciones de continuidad de los
campos electromagnéticos en las interfaces. Este procedimiento conduce a
una ecuacion trascendental cuyas raices permiten determinar los modos
guiados y sus respectivas constantes de propagacion. El desarrollo de este

analisis se presenta en la siguiente seccion.

2.6 ESTRUCTURA DE LA GUIA DE ONDA SLOT Y
CONDICIONES DE FRONTERA

Una vez obtenida la ecuacion diferencial que gobierna la distribucién
transversal del campo eléctrico, es posible extender el analisis a estructuras
de mayor complejidad. En particular, las guias de onda tipo slot se caracterizan
por la presencia de una region central de bajo indice de refraccidon confinada
entre dos regiones de alto indice, lo que favorece una elevada concentracion
del campo electromagnético dentro de la ranura, incrementando la interaccion

entre la radiacion 6ptica y el medio analizado [68,69].

Para una guia de onda slot simétrica, el perfil del indice de refraccidén puede

dividirse en cinco regiones, como se muestra en la Figura 2.10.
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FIGURA 2.11 PERFIL DE INDICES DE REFRACCION Y REGIONES EMPLEADAS PARA EL ANALISIS
MODAL DE UNA GUIA DE ONDA SLOT SIMETRICA [68].

48



La distribucion transversal del campo eléctrico debe satisfacer la ecuaciéon de
Helmholtz en cada una de las regiones de la estructura. Dependiendo del valor
local del indice de refraccion, las soluciones presentan comportamiento

oscilatorio o evanescente.

En las regiones de alto indice de refraccion del nucleo, donde el indice local
es mayor que el indice efectivo del modo guiado, el campo presenta un
comportamiento oscilatorio en la direccion transversal. En cambio, en la regidn
central de bajo indice de refraccion, slot, y en los revestimientos, donde el
indice local es menor que el indice efectivo, el campo presenta un
comportamiento evanescente transversal. En estas regiones, la solucion de la
ecuacion de Helmholtz puede expresarse mediante funciones exponenciales
o hiperbdlicas, dependiendo de la region y de la forma de representar el

campo.

Las soluciones para el campo eléctrico transversal E, (x)pueden expresarse

comao:

e Region I (x> b): Corresponde al revestimiento exterior del lado
positivo del eje x. El campo presenta un comportamiento evanescente
y decae exponencialmente al alejarse de la guia.
Ey (x) = Aje 7=, (27)

e Region II (a <x < b): Corresponde a la region de alto indice de
refraccion del nucleo situada en el lado positivo del eje x. En ella, el
campo presenta un comportamiento oscilatorio.

E,(x) = A, cos(kh(x - a)) + As sin(kh(x — a)) . (28)

e Region Il (—a < x < a): Corresponde a la region central de bajo indice

de refraccion denominada slot. Bajo las condiciones de guiado
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consideradas, el campo presenta un comportamiento evanescente
transversal y puede expresarse mediante funciones hiperbdlicas.
Ey 11(x) = A4 cosh(ysx) + As sinh(ysx) . (29)

e Region IV (—b < x < —a): Corresponde a la regién de alto indice de
refraccién del nucleo situada en el lado negativo del eje x. En ella, el

campo presenta un comportamiento oscilatorio.

Ey v (x) = Ag cos(ky(x + a)) + Ay sin(ky (x + a)). (30)

e Region V (x < —b): Corresponde al revestimiento exterior del lado
negativo del eje x. El campo presenta un comportamiento evanescente
y decae exponencialmente al alejarse de la guia hacia menos infinito.
E,,(x) = Age Vs+h), (31)

donde k;, representa la constante de propagacion transversal en las regiones
de alto indice de refraccién, mientras que y. y y, corresponden a las
constantes de decaimiento evanescente en los revestimientos superior e

inferior, respectivamente.

Las constantes transversales asociadas al nucleo (k;,), al revestimiento (y,.) y
al sustrato (y;) se definen a partir de la constante de propagacion (8) y de los

indices de refraccion de cada region de la forma:

ye =pt—(%n), (32)
ysz = ﬁz - (%ns)za (33)
ki = (2m) - 82, (34)
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donde k, = w/c es el numero de onda en el vacio, con w la frecuencia angular
de la onda y c la velocidad de la luz en el vacio. Los modos TM guiados
satisfacen g > wn,/c,wn./c, lo que garantiza el decaimiento evanescente
fuera de la region guiante. La formulacién modal empleada se basa en el
analisis de modos transversal magnético (TM) en estructuras slot dieléctricas
simétricas, ampliamente estudiadas debido a su capacidad para concentrar

energia electromagnética en regiones de bajo indice de refraccion [70].

Al imponer, en las interfaces ubicadas en x = +a y x = b, la continuidad de
las componentes tangenciales de los campos eléctrico y magnético y de la
componente normal del desplazamiento eléctrico, en ausencia de cargas y
corrientes superficiales libres, se relacionan los coeficientes de las soluciones
en las cinco regiones de la guia. Al considerar la simetria del modo
fundamental y el decaimiento del campo en los revestimientos exteriores, se

obtiene la siguiente expresion para la distribucion modal transversal:

1 T\ 2
— |cosh(ysa) cos(k,W) + ﬁ(—h) sinh(ysa) sin(k,W )| e &) x > p
ne kh n

1

S

Vs

— cosh(ysa) cos[k,(x — a)] + sinh(ysa) sinlk,(x —a)], a<x <b

ng n2ky,
1
4 Fcosh(ysx) , —a<x<a (35)

1 2
— [cosh(ysa) cos(kp(x +a)) + £<@) sinh(ysa) sin(kp (x + a))], —-b<x<-a
ny kh ng

1 N\ 2
— |cosh(ysa) cos(kyW) +£(—h) sinh(ysa) sin(k, W) | e¥e®+) x < —p
n? kp \ng

donde A es una constante de normalizacién, n, corresponde al indice de
refraccién de la region slot, n;, al indice de las regiones de alto indice de
refraccién, n, al indice del revestimiento, W = b — a representa el espesor de
cada region de alto indice. La solucién anterior corresponde al modo TM

fundamental simétrico [68].
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Para determinar los coeficientes desconocidos y los valores permitidos de la
constante de propagacion S, es necesario imponer las condiciones de
continuidad de los campos electromagnéticos en cada una de las interfaces.
Para modos TM, estas condiciones exigen la continuidad del campo eléctrico

tangencial y de la componente normal del desplazamiento eléctrico.

La aplicacion sistematica de estas condiciones genera un sistema homogéneo
de ecuaciones lineales cuya solucion no trivial unicamente existe cuando el
determinante del sistema es igual a cero. Esta condicion conduce a la ecuacion

trascendental que gobierna la propagacion modal de la guia de onda slot.

Para el modo TM fundamental, dicha ecuacioén trascendental adopta la forma:
nhzyc nhzys
arctan [nTkh] + arctan [nTkh tanh(ysa)] +mn = k(b —a), (36)

donde m denota el orden del modo y a es la mitad del ancho de la ranura, de
modo que su separacion es d = 2a. Las constantes transversales y,, ys Y ky

estan dadas por las ecuaciones (32)—(34).

Al sustituir las ecuaciones (32)—(34) en la ecuacion (36) y considerar
unicamente el modo fundamental (m = 0), la ecuacion trascendental puede
escribirse de forma:
2 2
2 [pz- @ c 2 |p2- @ s 2
arctan w + arctan —(Cn)tanh <§ B? —(%ns) ) =
net(2na)’ -2

np
: ) s

w(%n,) - 7.

Entre estos parametros destaca el factor de confinamiento éptico dentro de la

(37)

region slot, definido como la fraccion de potencia éptica confinada en la zona

sensible de la guia,

_ Pgor ng f_aa|Es,x|2dx

N Piotal a Zj nj2 flej,x|2 dx'

(38)
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donde Py,;,; representa la potencia optica contenida en la region de la ranura 'y
P:,ta1 12 potencia total transportada por el modo guiado. A partir de la constante
de propagacion obtenida para cada longitud de onda a través de la frecuencia
angular en Eq. (37), también es posible determinar la velocidad de grupo vy,
la cual describe el transporte de energia a través de la guia de onda [70]. Esta

magnitud se obtiene a partir de la relacion de dispersion como:

w=()" (39)

donde la derivada se evalua numéricamente utilizando los datos dependientes
de la longitud de onda. Suponiendo propagacion estacionaria del modo guiado,

la potencia éptica confinada dentro de la regién slot puede expresarse como:

Pgiot = P, (40)

donde P;,, representa la potencia optica de entrada asociada al modo guiado.
A partir de esta cantidad, la densidad de energia electromagnética dentro de
la region sensible se estima mediante [70]:

Pin'rl

Vg

(41)

Usiot =

La respuesta Optica obtenida se transformd posteriormente en una magnitud
eléctrica efectiva a partir de la densidad de energia electromagnética.
Considerando las dimensiones transversales de la region de sensado, el
campo eléctrico efectivo dentro de la ranura E, s se estimé como [69]:

2uslot

(42)

Eeff = gong .
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Una vez determinado el campo eléctrico efectivo, la potencia eléctrica disipada

dentro del medio idbnico se estimd mediante:

2
Perec = UlEeffl Vol (43)
donde V,,; corresponde al volumen efectivo de interaccion de la region de

sensado. La conductividad eléctrica de la soluciéon analizada se define como:

o=A- Cmol/L’ (44)

donde A representa la conductividad molar de la especie i6nica considerada
[65]. Esta magnitud proporciona un descriptor adicional asociado a la

respuesta eléctrica de la guia de onda cargada con el analito.

Se evalud a partir de la variacion del indice modal efectivo respecto a la
concentracion del analito [60]:
aneff
= 45
1= 50 (45)
Adicionalmente, se calcul6 el factor de interaccion electromagnética ¢ [61],
[70]:

£ = JulEI"dA (46)
ftotallElsz

Los parametros fisicos obtenidos, incluyendo B, n, vy, Ecrr, Peec, S1 Y €,
conforman una firma electromagnética multidimensional caracteristica de cada
especie quimica analizada. Este enfoque permite relacionar directamente la
respuesta modal de la guia de onda con las propiedades fisicoquimicas del
medio circundante, proporcionando un conjunto de caracteristicas relevantes
para el entrenamiento de los modelos de aprendizaje automatico desarrollados
en esta investigacion. La utilizacidn de estructuras slof resulta particularmente

atractiva debido a su elevada sensibilidad frente a pequefas perturbaciones
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del indice de refraccion y a su potencial para aplicaciones de monitoreo

ambiental y sensado quimico integrado [72, 73].

2.7 FUNDAMENTOS DE APRENDIZAJE AUTOMATICO

En la seccion anterior se establecieron las bases fisicas y matematicas
necesarias para modelar la interaccion entre la radiacion electromagnética y
una guia de onda tipo slot empleada como elemento sensor. A partir de las
ecuaciones de Maxwell, la teoria de propagacion modal y la solucién de la
ecuacién trascendental del sistema, es posible obtener parametros épticos

tales como la constante de propagacion g, el indice efectivo n.sf, el factor de

confinamiento &ptico n, la distribucion espacial del campo electromagnético y
otras magnitudes relacionadas con la sensibilidad del dispositivo frente a

variaciones del indice de refraccion del medio analizado.

En aplicaciones reales de sensado, la relacion entre estos parametros opticos
y la concentracién de los analitos de interés suele ser altamente no lineal y
depender simultdneamente de multiples variables fisicas. Como
consecuencia, la identificacion directa de contaminantes a partir de las
respuestas Opticas del sensor puede convertirse en un problema complejo de
clasificacion y reconocimiento de patrones. En este contexto, las técnicas de
aprendizaje automatico han demostrado ser herramientas eficaces para
extraer informacion relevante de grandes conjuntos de datos y construir
modelos predictivos capaces de generalizar su comportamiento ante nuevas

observaciones [74,75].

El aprendizaje automatico constituye una rama de la inteligencia artificial
orientada al desarrollo de algoritmos capaces de aprender relaciones
subyacentes a partir de datos, sin necesidad de definir explicitamente todas
las reglas que gobiernan el sistema [74,76]. Desde una perspectiva formal, el
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objetivo consiste en aproximar una funcidon que relacione un conjunto de
variables de entrada x con una salida deseada y, minimizando una medida de
error y maximizando simultaneamente la capacidad de generalizacion del

modelo frente a datos no observados durante el entrenamiento [74].

En el contexto de esta investigacion, las variables de entrada corresponden a
parametros fisicos obtenidos mediante el modelado de la guia de onda slot
para diferentes concentraciones de arsénico, fluoruro, nitrato y cloruro de sodio
en agua. Dichos parametros conforman un conjunto de caracteristicas que
contienen informacion sobre la respuesta electromagnética del dispositivo y
que pueden emplearse para entrenar algoritmos capaces de identificar
automaticamente el contaminante presente en la muestra. La calidad de los
modelos de aprendizaje automatico depende no solo de la arquitectura
seleccionada, sino también de la representatividad de los datos utilizados
durante el entrenamiento. Por esta razon, los datos sintéticos generados
mediante el modelo fisico desarrollado en los capitulos previos constituyen la
base para la construccion de modelos predictivos que permitan establecer
relaciones entre las propiedades Opticas de la guia y la composicién quimica

del medio analizado.

Diversos estudios han demostrado la viabilidad de integrar técnicas de
aprendizaje automatico con sensores fotonicos y sistemas de monitoreo de la
calidad del agua, permitiendo abordar tareas de clasificacion, deteccién de
contaminantes y analisis multivariable [22-24]. Asimismo, los modelos basados
en arboles de decision, métodos de ensamble y redes neuronales artificiales
se han utilizado para resolver problemas de clasificacion y regresion en los

que las variables de entrada presentan relaciones complejas [75, 76]

En este contexto, Zhou et al. [77] desarrollaron una plataforma nanofotdnica
que combina espectroscopia Raman mejorada por superficie con algoritmos
de aprendizaje automatico para detectar y cuantificar contaminantes organicos

en agua. Por otra parte, Singh et al. [78] utilizaron simulaciones por elementos
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finitos y modelos de aprendizaje automatico para predecir propiedades 6pticas
de guias de onda tipo slot. Ambos trabajos ilustran aplicaciones
complementarias del aprendizaje automatico en el analisis de sistemas
fotdnicos, aunque difieren en sus objetivos y en la naturaleza de los datos
empleados. Mas directamente relacionado con la clasificacion de liquidos, Das
et al. [79] estudiaron una guia de onda dieléctrica tipo slot en el régimen de
terahercios y emplearon algoritmos de clasificacion a partir de mediciones de
transmision. Asimismo, Vishwaraj et al. [80] exploraron el uso de modelos de
aprendizaje automatico para la clasificacion de modos y la prediccion del
indice efectivo en estructuras foténicas basadas en guias de onda con rejillas
de Bragg. Liu et al. [81], por su parte, propusieron una arquitectura basada en
fibra Optica microestructurada y resonancia de plasmones superficiales,
incorporando una red neuronal para estimar pérdidas de confinamiento y
explorar aplicaciones relacionadas con la deteccion de contaminantes en

agua.

En conjunto, estos antecedentes muestran distintas formas de aplicar el
aprendizaje automatico al analisis de sehales Opticas, la prediccion de
propiedades de estructuras fotonicas y la clasificacion de liquidos. En este
contexto, la presente investigacion aborda un enfoque complementario,
basado en la integracién del modelado numérico de una guia de onda tipo slot
con técnicas de aprendizaje automatico para la clasificacion de cuatro
categorias de interés para la calidad del agua: fluoruro, acido arsénico, nitrato
y cloruro de sodio. Por lo tanto, la contribucion metodoldgica de este trabajo
consiste en establecer un procedimiento que vincula el calculo de la respuesta
Optica de la guia de onda con la generacién de descriptores optoelectrénicos
y la evaluacion comparativa de distintos algoritmos de clasificaciéon. Ademas
de analizar su desempefio en condiciones sin perturbaciones, se estudia su
comportamiento ante perturbaciones gaussianas en las variables de entrada,
lo que permite comparar la estabilidad de los modelos frente a variaciones en

los descriptores. De esta manera, el trabajo no se limita a evaluar la capacidad
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de clasificacion de los datos generados, sino que también examina la robustez
de los algoritmos dentro del escenario computacional considerado. Esta
integracion proporciona una base metodoldgica para el desarrollo posterior de
sistemas fotonicos inteligentes y para futuras investigaciones orientadas a la

validacién experimental del enfoque propuesto.

Por ello, en las siguientes secciones se presentan los fundamentos tedricos
de los algoritmos empleados en esta investigacion. En particular, se describen
los principales paradigmas del aprendizaje automatico, asi como los modelos
de arboles de decision, bosques aleatorios, XGBoost y redes neuronales
artificiales, los cuales seran utilizados posteriormente para evaluar la
capacidad de clasificacion de contaminantes a partir de los parametros opticos

generados mediante el modelo de guia de onda slot.

2.7.1 CLASIFICACION DE MODELOS DE APRENDIZAJE AUTOMATICO

Los algoritmos de aprendizaje automatico pueden clasificarse en diferentes
categorias de acuerdo con la forma en que utilizan la informaciéon disponible
durante el proceso de entrenamiento. Aunque existen diversas taxonomias en
la literatura, la clasificacion mas ampliamente aceptada distingue tres
paradigmas principales: aprendizaje supervisado, aprendizaje no supervisado

y aprendizaje por refuerzo [74,75].

La seleccion de un paradigma depende de la naturaleza del problema, del tipo
de informacién disponible y de los objetivos especificos de la aplicacion. En el
contexto de esta investigacion, el problema consiste en identificar
contaminantes presentes en muestras de agua a partir de parametros 6pticos
obtenidos mediante el modelado de una guia de onda tipo slot. Debido a que

las muestras empleadas para el entrenamiento cuentan con etiquetas
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asociadas al contaminante correspondiente, el problema se aborda mediante

técnicas de aprendizaje supervisado.

Aprendizaje supervisado

El aprendizaje supervisado se basa en un conjunto de entrenamiento
compuesto por pares ordenados x, y, donde x representa el conjunto de

variables de entrada y y la salida deseada o etiqueta asociada [74], [75].
El objetivo consiste en construir una funcion

f:X->Y, (47)

y capaz de aproximar la relacion existente entre las variables de entrada y la
salida observada. Durante el entrenamiento, el algoritmo ajusta sus
parametros internos para minimizar una funcién de error que cuantifica la

diferencia entre las predicciones generadas y los valores reales.
Los problemas supervisados suelen dividirse en dos categorias principales:

« Clasificacién, cuando la variable de salida corresponde a un conjunto

finito de clases.
e Regresion, cuando la variable de salida es continua.

Debido a que en esta investigacion se busca identificar la presencia de
arsénico, fluoruro, nitrato o cloruro de sodio, el problema se formula como una

tarea de clasificacion multiclase.

Aprendizaje no supervisado

En el aprendizaje no supervisado unicamente se dispone de observaciones de
entrada x, sin etiquetas asociadas que indiquen una respuesta correcta [76,
84].
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El objetivo consiste en identificar estructuras ocultas, relaciones o patrones

presentes en los datos. Entre las tareas mas comunes se encuentran:

« Agrupamiento (clustering), cuyo proposito es organizar las muestras en

grupos con caracteristicas similares.

e Reduccion de dimensionalidad, utilizada para representar la
informacion en espacios de menor dimension conservando la mayor

cantidad posible de variabilidad.

Estos métodos son ampliamente utilizados en analisis exploratorio de datos,
compresion de informacion y visualizacién de conjuntos de datos de alta

dimension.

Aprendizaje por refuerzo

El aprendizaje por refuerzo difiere de los enfoques anteriores porque el
proceso de aprendizaje se basa en la interaccion de un agente con un entorno
dinamico [82]. En este paradigma, el agente observa el estado del sistema s;,
ejecuta una accion a; y recibe una recompensa r; como consecuencia de
dicha accion. El objetivo consiste en aprender una politica de decisidn que

maximice la recompensa acumulada a largo plazo.

Formalmente, este marco suele describirse mediante Procesos de Decision de
Markov (MDP), donde el agente debe equilibrar continuamente la exploracion
de nuevas acciones y la explotacion del conocimiento previamente adquirido
[82]. Aunque el aprendizaje por refuerzo ha demostrado resultados
sobresalientes en problemas de control, robdtica y optimizacion secuencial, no

forma parte de los métodos considerados en esta investigacion.

En funcion de la disponibilidad de datos etiquetados y de los objetivos del
sistema propuesto, los algoritmos empleados en este trabajo pertenecen al
paradigma de aprendizaje supervisado. En las siguientes secciones se

describen los fundamentos tedricos de los arboles de decision, los bosques
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aleatorios, XGBoost y las redes neuronales artificiales, utilizados para la
clasificacion de contaminantes a partir de los parametros opticos generados

mediante el modelo fisico de la guia de onda slot.

2.7.2 ARBOLES DE DECISION

Los arboles de decision constituyen una de las técnicas de aprendizaje
supervisado mas utilizadas en problemas de clasificacion y regresion debido a
su simplicidad conceptual, interpretabilidad y capacidad para modelar

relaciones no lineales entre variables de entrada y salida [83, 86].

Un arbol de decisién puede representarse como una estructura jerarquica
compuesta por nodos y ramas. Cada nodo interno corresponde a una
condicion aplicada sobre una variable de entrada, mientras que las ramas
representan los posibles resultados de dicha condicidon. La estructura general

de un arbol de decision se muestra en la Figura 2.11.
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FIGURA 2.12 REPRESENTACION ESQUEMATICA DE LA ESTRUCTURA JERARQUICA DE UN ARBOL DE
DECISION. EL NODO RAIZ CONTIENE EL CONJUNTO INICIAL DE DATOS, MIENTRAS QUE LOS NODOS
INTERNOS REPRESENTAN PARTICIONES SUCESIVAS DEL ESPACIO DE CARACTERISTICAS Y LAS
HOJAS CORRESPONDEN A LAS CLASES O PREDICCIONES FINALES GENERADAS POR EL MODELO.
[83]
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El proceso de clasificacién comienza en el nodo raiz, que contiene el conjunto
completo de entrenamiento. Posteriormente, el algoritmo realiza divisiones
sucesivas sobre las variables de entrada con el propdsito de generar
subconjuntos cada vez mas homogéneos respecto a la variable objetivo. Este
procedimiento continua hasta alcanzar nodos terminales o hojas, donde se
asigna la clase final correspondiente. El proceso de clasificacidon consiste en
recorrer el arbol desde el nodo raiz hasta una hoja, evaluando
secuencialmente las condiciones establecidas en cada nivel de la estructura
[74].

El objetivo del algoritmo es particionar iterativamente el conjunto de datos de
entrenamiento en subconjuntos cada vez mas homogéneos respecto a la
variable objetivo. Para ello, en cada nodo se selecciona la variable y el umbral
que proporcionan la mejor separacion entre las clases presentes en los datos
[74,75].

Uno de los criterios mas utilizados para evaluar la calidad de una particién es

el indice de Gini, definido como

G=1-Xip!, (48)

donde p; representa la proporcién de muestras pertenecientes a la clase i y K
es el numero total de clases. Un valor de G = 0 indica que todas las muestras
del nodo pertenecen a una unica categoria, mientras que valores mayores

reflejan una mayor mezcla entre clases [83].

Otro criterio ampliamente utilizado es la entropia de Shannon,

H=-%<pilog,(p) , (49)

la cual cuantifica el grado de incertidumbre asociado a la distribucion de clases
dentro de un nodo. Durante el entrenamiento, el algoritmo busca maximizar la

ganancia de informacion, es decir, la reduccion de entropia obtenida después

62



de realizar una particion [74,76]. La principal ventaja de los arboles de decision
radica en su capacidad para generar modelos facilmente interpretables,
permitiendo identificar de manera explicita cuales variables influyen con mayor
relevancia en el proceso de clasificacidn. Asimismo, pueden manejar
relaciones no lineales y no requieren supuestos estrictos sobre la distribucion
estadistica de los datos [75]. Sin embargo, estos modelos presentan una
elevada sensibilidad a pequenas variaciones en los datos de entrenamiento,
lo que puede conducir a fendmenos de sobreajuste (overfitting) cuando el arbol
crece excesivamente [75]. Esta limitacion motivo el desarrollo de métodos de
ensamble mas robustos, como los bosques aleatorios y los algoritmos de

boosting, los cuales seran descritos en las siguientes secciones.

2.7.3 BOSQUES ALEATORIOS

Los bosques aleatorios (Random Forests) constituyen una técnica de
aprendizaje supervisado basada en métodos de ensamble (Ensemble
Learning), propuesta por Breiman como una extension de los arboles de
decisidbn convencionales con el objetivo de mejorar la capacidad de
generalizacién y reducir el riesgo de sobreajuste [86]. El principio fundamental
consiste en construir multiples arboles de decision a partir de subconjuntos
aleatorios de los datos de entrenamiento y combinar posteriormente sus

predicciones para obtener una respuesta final.

A diferencia de un arbol de decision individual, cuya estructura puede verse
fuertemente influenciada por pequenas variaciones en los datos de
entrenamiento, la idea fundamental consiste en construir un conjunto de
arboles de decisidon independientes durante la fase de entrenamiento. Cada
arbol se genera utilizando una muestra aleatoria de los datos obtenida
mediante remuestreo con reemplazo (Bootstrap Sampling), asi como un

subconjunto aleatorio de variables predictoras seleccionado en cada nodo de
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particion. Esta estrategia introduce diversidad entre los arboles y disminuye la
correlacion existente entre ellos, permitiendo obtener modelos mas estables y
con menor varianza que un arbol individual [86]. La estructura general de un

bosque aleatorio se muestra en la Figura 2.12.
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FIGURA 2.13 ESQUEMA GENERAL DEL ALGORITMO DE BOSQUES ALEATORIOS. A PARTIR DEL
CONJUNTO DE DATOS ORIGINAL SE CONSTRUYEN MULTIPLES ARBOLES DE DECISION UTILIZANDO
MUESTRAS Y SUBCONJUNTOS DE CARACTERISTICAS SELECCIONADOS ALEATORIAMENTE. LA
PREDICCION FINAL SE OBTIENE MEDIANTE UN PROCESO DE VOTACION MAYORITARIA ENTRE LOS
ARBOLES INDIVIDUALES [86].

A partir del conjunto de datos original se generan multiples arboles de decision
entrenados de manera independiente. Posteriormente, las predicciones
individuales son combinadas mediante un mecanismo de votacién mayoritaria
para problemas de clasificacion o mediante el promedio de las salidas para
problemas de regresion. La decision final corresponde a la respuesta agregada

del conjunto de modelos.

Matematicamente, si un bosque esta compuesto por Narboles de decisiéon y
cada arbol produce una prediccién h;(x)para una muestra x, la salida final del

clasificador puede expresarse como

H(x) = mode{h,(x), h,(x), ..., Ay (x)}, (50)
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donde mode(-) representa la clase mas frecuentemente predicha por el

conjunto de arboles [84].

Una de las principales ventajas de los bosques aleatorios es su capacidad para
manejar conjuntos de datos con un gran numero de variables sin requerir
procesos complejos de seleccion de caracteristicas. Ademas, son
relativamente resistentes al ruido experimental y permiten estimar la
importancia relativa de cada variable dentro del proceso de clasificacion [75],
[80]. Estas propiedades han favorecido su aplicacion en diversas areas
cientificas, incluyendo bioinformatica, sistemas de deteccion, monitoreo

ambiental y analisis de calidad del agua [17].

Sin embargo, debido a que el modelo final esta compuesto por numerosos
arboles, la interpretabilidad resulta menor en comparacion con un arbol de
decision individual. Aunque es posible analizar la importancia de las variables,
la relacidon exacta entre las entradas y la decision final suele ser mas dificil de

visualizar [75].

2.7.4 XGBOOST

El algoritmo Extreme Gradient Boosting (XGBoost) es un método de
aprendizaje supervisado basado en la técnica de gradient boosting,
desarrollado con el objetivo de mejorar la precisidon predictiva y la eficiencia
computacional de los modelos basados en arboles de decision [69]. A
diferencia de los bosques aleatorios, donde los arboles se construyen de forma
independiente y sus predicciones se combinan posteriormente, XGBoost
genera los arboles de manera secuencial, de modo que cada nuevo arbol
busca corregir los errores cometidos por los modelos previamente construidos
[83, 871].
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La idea fundamental consiste en aproximar la funcion objetivo mediante la
suma de multiples arboles de decision débiles (weak learners), donde cada
arbol adicional aporta una correccion incremental al modelo existente. De esta

manera, la prediccién final puede expresarse como

y = Z fie (x), (51)

donde y representa la salida estimada por el modelo, f(x) corresponde a la
contribucion del k-ésimo arbol de decision y nes el numero total de arboles

empleados durante el proceso de entrenamiento [87].

La estructura general del algoritmo se presenta en la Figura 2.13

FIGURA 2.14 ESQUEMA CONCEPTUAL DEL ALGORITMO XGBOOST. LA PREDICCION FINAL SE
OBTIENE MEDIANTE LA SUMA DE LAS CONTRIBUCIONES INDIVIDUALES DE MULTIPLES ARBOLES DE
DECISION ENTRENADOS SECUENCIALMENTE PARA CORREGIR LOS ERRORES DE LOS MODELOS
PREVIOS [87].

A partir del conjunto de datos de entrenamiento se construye un primer arbol
que genera una estimacion inicial. Posteriormente, cada nuevo arbol se
entrena utilizando la informacion residual generada por los arboles anteriores,
permitiendo corregir progresivamente los errores de prediccion hasta obtener

una aproximacion mas precisa de la funcion objetivo.

66



Durante el entrenamiento, XGBoost minimiza una funcioén objetivo compuesta
por dos términos: una funcion de pérdida que cuantifica el error de prediccién
y un término de regularizacion que controla la complejidad del modelo [88].

Esta formulacién puede expresarse de manera general como

N n
c =;l(yi.yi>+kzzlﬂ<fk>, (52)

donde [(y;, y;) representa la funcién de pérdida asociada a cada observacion
y Q(fx) es el término de regularizacion aplicado a cada arbol del modelo. La
inclusion de este segundo término permite reducir el riesgo de sobreajuste y

mejorar la capacidad de generalizacidén sobre datos no observados [75, 76].

Una de las principales ventajas de XGBoost es su capacidad para modelar
relaciones altamente no lineales entre variables de entrada y salida,
manteniendo al mismo tiempo una elevada eficiencia computacional.
Asimismo, incorpora mecanismos de regularizacion, manejo automatico de
valores faltantes y paralelizacion de operaciones, caracteristicas que han
contribuido a su amplio uso en problemas de clasificacién y regresion de alta
complejidad [74,87]. Su capacidad para capturar interacciones complejas
entre multiples variables lo convierte en una herramienta adecuada para el

analisis de sistemas multivariables con comportamientos no lineales.

2.7.5 REDES NEURONALES ARTIFICIALES

Las redes neuronales artificiales (RNA) constituyen una familia de modelos
computacionales inspirados en el funcionamiento del sistema nervioso
bioldgico. Su principal caracteristica es la capacidad de aprender relaciones
complejas entre variables de entrada y salida a partir de ejemplos, sin
necesidad de definir explicitamente las ecuaciones que describen el fenémeno
bajo estudio [89,90].
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Estos modelos han sido ampliamente utilizados en problemas de clasificacion,
regresion, reconocimiento de patrones y procesamiento de sefales debido a
su capacidad para aproximar funciones altamente no lineales [92, 93]. El
desarrollo de las redes neuronales artificiales surge a partir de la observacion
del funcionamiento de las neuronas biolégicas. Como se muestra en la Figura
2.14, una neurona recibe informacion a través de las dendritas, procesa las
sefales en el cuerpo celular y transmite una respuesta mediante el axon hacia

otras neuronas conectadas por sinapsis.
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FIGURA 2.15 ESTRUCTURA BASICA DE UNA NEURONA BIOLOGICA. LAS DENDRITAS RECIBEN
SENALES DE ENTRADA, EL CUERPO CELULAR PROCESA LA INFORMACION Y EL AXON TRANSMITE
LA RESPUESTA HACIA OTRAS NEURONAS MEDIANTE CONEXIONES SINAPTICAS [91].

A partir de esta analogia biologica se desarrollé el modelo matematico

conocido como perceptrén, representado en la Figura 2.15.
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FIGURA 2.16 MODELO MATEMATICO DE UNA NEURONA ARTIFICIAL O PERCEPTRON. LAS
VARIABLES DE ENTRADA SON PONDERADAS MEDIANTE PESOS SINAPTICOS, COMBINADAS
LINEALMENTE Y TRANSFORMADAS MEDIANTE UNA FUNCION DE ACTIVACION PARA PRODUCIR LA

SALIDA DEL MODELO [92].

La correspondencia conceptual entre una neurona bioldégica y una neurona

artificial se resume en la Tabla 2.3.

TABLA 2.3 ANALOGIA ENTRE LOS ELEMENTOS DE UNA NEURONA BIOLOGICA Y UNA NEURONA
ARTIFICIAL [92].

Neurona Equivalente en el
o Funcion ] Funcion del modelo
bioldgica perceptrén
Entradas
Entradas que reciben la . .

X, Caracteristicas de los
Dendritas informacion a través de

= Xy, Xy, X3, - Xp_q datos de entrada.

impulsos eléctricos.

Suma ponderada . L
Realiza la combinacion

Procesa la informacion de

’ A . ”

Nucleo lineal segun su
entrada. n ) ] )

= Z Wy, Xn + b importancia relativa.

i=1
Transmite la informacion Funcion de Transmite la sefal
Axén procesada hacia los activacion procesada tras aplicar la
botones sinapticos. f(2) funciéon de activacion.
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o Es la salida del modelo,
Regulan la transmision de o
donde se indica la

Botones los neurotransmisores con Salidas o .
. . R prediccion dependiendo
sinapticos los que se hace la Y, ) )
i i si se activaono la
sinapsis.
neurona.
Proceso encargado de b Se autoajustan durante el
esos,
) . transmitir la informacion a entrenamiento para
Sinapsis W, Wo, W, oo Wy, o o
las neuronas optimizar la precision del
y sesgo, b
subsecuentes. modelo.

Matematicamente, la operacién realizada por una neurona artificial consiste en

calcular una combinacion lineal de las variables de entrada:

zZ = Z?:l w; x; + b, (53)

donde x; representa las variables de entrada, w; los pesos asociados a cada
conexion y b el término de sesgo (bias), responsable de desplazar el umbral

de activacion de la neurona [72,74].

Posteriormente, el resultado se transforma mediante una funcién de

activacion:

y=1=. (54)

La funcién de activacion introduce no linealidad en el modelo, permitiendo
representar relaciones complejas que no pueden ser descritas mediante

transformaciones lineales simples [84, 94].

Las redes neuronales modernas estan formadas por multiples neuronas
organizadas en capas. Una arquitectura tipica se compone de una capa de

entrada, una 0 mas capas ocultas y una capa de salida.

Cuando la informacion fluye unicamente desde la entrada hacia la salida, la

arquitectura recibe el nombre de Perceptron Multicapa (Multilayer Perceptron,
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MLP) [84]. Diversos estudios han demostrado que los MLP poseen capacidad
de aproximacion universal, es decir, pueden aproximar cualquier funcion
continua con una precisidén arbitraria siempre que dispongan de un numero

suficiente de neuronas ocultas [94].

El proceso de entrenamiento consiste en ajustar iterativamente los pesos y
sesgos de la red para minimizar una funcién de pérdida que cuantifica el error
entre las predicciones del modelo y los valores reales observados. Este
procedimiento se realiza mediante el algoritmo de retropropagacion del error
(backpropagation), combinado con técnicas de optimizacién basadas en

descenso por gradiente [84].

De manera general, la actualizacion de los parametros puede expresarse
como

oL

—Ua—wt , (595)

Wiy = Wy

donde L representa la funcion de pérdida, n es la tasa de aprendizaje

(Learning Rate) y ;TL corresponde al gradiente calculado durante la etapa de
t
retropropagacion [94].

Actualmente existen diversas arquitecturas derivadas de las redes neuronales
artificiales, entre las que destacan las redes convolucionales (Convolutional
Neural Networks, CNN), las redes recurrentes (Recurrent Neural Networks,
RNN), las redes de memoria a largo plazo (Long Short-Term Memory, LSTM)
y los modelos basados en mecanismos de atencién (Transformers) [89], [92].
Sin embargo, debido a que el problema abordado en esta investigacion
corresponde a la clasificacion de vectores de caracteristicas numéricas
obtenidos a partir del modelado fisico de una guia de onda tipo slot, la
arquitectura seleccionada es un Perceptron Multicapa (MLP), cuya estructura

resulta adecuada para el procesamiento de este tipo de datos tabulares.
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3. METODOLOGIA

En este capitulo se describe la metodologia empleada para el desarrollo del sistema
inteligente de deteccion de contaminantes propuesto en esta investigacion. El
procedimiento integra el modelado fisico de una guia de onda tipo slot, el calculo de
parametros O6pticos y optoelectrénicos derivados de la interaccion entre el campo
electromagnético junto con el medio analizado, asi como la implementacion de modelos
de aprendizaje automatico para la clasificacion de diferentes especies quimicas

presentes en soluciones acuosas.

La metodologia se desarrollo en tres etapas principales. En la primera se realizo el
modelado espectral del indice de refraccion de soluciones acuosas que contienen
arseénico, fluoruro, nitrato y cloruro de sodio. Para ello se empleé la ecuacion de Sellmeier
como modelo de dispersion del agua y un factor de ajuste asociado a las propiedades
fisicoquimicas de cada analito, permitiendo obtener indices de refraccion dependientes

tanto de la longitud de onda como de la concentracion.

Posteriormente, los indices de refraccion calculados fueron utilizados como parametros
de entrada para el modelado éptico de una guia de onda tipo slot. A partir de la solucion
numeérica de la ecuacién trascendental correspondiente al modo transversal magnético
(TM) se obtuvo la constante de propagacion modal y la distribucion espacial del campo
eléctrico. Con esta informacién se determino el factor de confinamiento en la region del
slot y se calcularon diversos parametros optoelectrénicos relacionados con la interaccion
entre la radiacion guiada y el medio analizado, incluyendo sensibilidad espectral,
velocidad de grupo, factor de interaccion electromagnética y magnitudes eléctricas

equivalentes.

Finalmente, los parametros obtenidos mediante el modelado fisico fueron integrados en
un conjunto de datos sintético utilizado para el entrenamiento y evaluacién de modelos
de aprendizaje automatico. Como etapa previa se realizé un analisis exploratorio de datos
para identificar relaciones entre variables, evaluar la distribucion de las clases y analizar

posibles redundancias en las caracteristicas calculadas. Posteriormente se
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implementaron y optimizaron diferentes algoritmos de clasificacion, incluyendo arboles
de decisién, bosques aleatorios, XGBoost y perceptrones multicapa, con el propdsito de
determinar su capacidad para identificar contaminantes a partir de los parametros opticos

y optoelectrénicos generados por el sensor fotonico propuesto.

3.1 MODELADO Y ANALISIS DEL INDICE DE REFRACCION DE SOLUCIONES
ACUOSAS

El desemperio de los sensores épticos basados en guias de onda depende directamente
de las propiedades opticas del medio analizado, particularmente de su indice de
refraccion. Debido a que la presencia de especies quimicas disueltas modifica la
polarizabilidad efectiva de la solucién y, por consiguiente, su respuesta Optica, resulta
necesario disponer de un modelo capaz de describir la variacion del indice de refraccion

en funcion de la longitud de onda y de la concentracion del analito.

En esta seccion se describe el desarrolld un modelo analitico para estimar el indice de
refraccién de soluciones acuosas que contienen arsénico, fluoruro, nitrato y cloruro de
sodio. El procedimiento combina la ecuacion de Sellmeier para agua pura con un factor
de ajuste dependiente de las propiedades fisicoquimicas de cada especie quimica,
permitiendo obtener una descripcion espectral continua del indice de refraccion para

diferentes concentraciones.

3.1.1 MODELADO ESPECTRAL DEL AGUA PURA

Como se describid en la Seccién 2.1.3, la dispersion optica del agua puede modelarse
mediante la ecuacion de Sellmeier de cuatro términos. Para esta investigacion se
emplearon los coeficientes reportados por Daimon para agua destilada a 20°C,

presentados previamente en la Tabla 2.1 [56].

La implementacion numérica se realizé en MATLAB considerando un intervalo espectral

comprendido el mismo rango espectral reportado de 182.78nm a 1128.95nm, con
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incrementos de 1nm. Para cada longitud de onda se calculé el indice de refraccion
correspondiente, obteniéndose una descripcidn continua de la dispersion optica del agua

pura.

Con el proposito de verificar la correcta implementacion del modelo, los valores
calculados fueron comparados con los datos experimentales reportados. La Figura 3.1
muestra la concordancia entre ambas series de datos, observandose que el modelo
reproduce adecuadamente la dependencia espectral del indice de refraccién del agua en

el intervalo analizado.

Valk dacson del modelado o'_S_enma« y ios_d_ng_som_gn_num

— ACETRECION PO W ST O Seltre

Don Oaemon, 206

ingice de refracoon del agua

FIGURA 3.1 INDICE DE REFRACCION DEL AGUA EN FUNCION DE LA LONGITUD DE ONDA. LA LINEA CONTINUA
CORRESPONDE A LOS VALORES CALCULADOS MEDIANTE LA ECUACION DE SELLMEIER, MIENTRAS QUE LOS
MARCADORES REPRESENTAN LOS DATOS EXPERIMENTALES REPORTADOS POR DAIMON [56].

Los valores obtenidos de n(1) constituyen la condicion base empleada posteriormente
para incorporar el efecto de la concentracion de los diferentes analitos y generar los

indices de refraccion de las soluciones acuosas consideradas en esta investigacion.
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3.1.2 INCORPORACION DEL EFECTO DE LA CONCENTRACION

La presencia de especies quimicas disueltas altera la polarizabilidad efectiva del sistema
agua-soluto, generando modificaciones en el indice de refraccion respecto al
correspondiente al agua pura. Diversos estudios han mostrado que, dentro de intervalos
moderados de concentracion, el indice de refraccion de soluciones acuosas presenta una

dependencia aproximadamente lineal con la concentracién del soluto [53, 54].

Con base en esta consideracion, se introdujo un factor de ajuste k asociado a las
propiedades fisicoquimicas de cada analito. Dicho factor se obtuvo a partir de la
refraccidon molar y la masa molar de la especie quimica considerada:

ko = (Beette) 1075, (56)

soluto

donde Ry, .10 representa la refraccion molar y Mg ;,.:, |2 masa molar del compuesto. El
cociente Rgoito/Msouro, UNa vez expresado en L/mg, es el coeficiente fisico Ky, y el factor
1073 de la ecuacién (52) equivale a un escalamiento computacional « = 10°, de modo
que k = aK,. Este escalamiento no es una conversion adicional de unidades; su

deduccién para el NaCl se presenta en el Apéndice 3.

La dependencia final del indice de refraccion con la longitud de onda y la concentracion

se expres6 mediante:
n(4,C) = ny,o(A) + kC , (57)

donde C corresponde al valor de concentracion del analito, expresado en mg/L, utilizado
en el modelo. En la implementacién computacional se introdujo un factor de escalamiento
a en el coeficiente de ajuste, de modo que (k = aK,). Este factor se utiliza como parte de
la parametrizacién numérica del modelo y no representa una conversiéon adicional de
unidades. Por tanto, su utilizacion debe distinguirse de la evaluacion del modelo con
concentraciones fisicas expresadas en mg/L. La dependencia del indice de refracciéon
utilizada para generar los datos sintéticos se expresa por la ecuacion 57, donde C

corresponde a la variable de concentracion utilizada en la implementacién computacional.
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El significado y las unidades de esta variable deben mantenerse consistentes con la
definicion del coeficiente empleado. En particular, el coeficiente escalado no debe
interpretarse automaticamente como equivalente al coeficiente fisico cuando se utilizan
concentraciones obtenidas directamente de datos experimentales. Con el propdsito de
examinar la respuesta del modelo frente a datos publicados, en el Apéndice 3 se realiza
una comparacion independiente con los indices de refraccion experimentales de
soluciones acuosas de NaCl reportados por Tan y Huang [97]. Para dicha comparacion,
la fraccion masica se convierte a concentracion fisica en mg/L mediante la densidad de
la solucion y se emplea el coeficiente K, sin escalar. Esta distincion permite separar la
parametrizacion computacional utilizada para generar los datos sintéticos de la

comparacion cuantitativa con datos experimentales.

Esta formulacion conserva la dependencia espectral descrita por la ecuacion de Sellmeier
e incorpora una contribucién dependiente de la concentracion del contaminante. Para la
generacion de los datos sintéticos, el coeficiente de ajuste (k) se consider6é constante
dentro del intervalo de concentraciones analizado. Esta aproximacion permite representar
de manera simplificada la variacién del indice de refraccién con la concentracion, sin
describir explicitamente posibles cambios no lineales de las propiedades opticas de la
solucidn. Los parametros fisicoquimicos de cada analito utilizados para el calculo de k se

presentan en la Tabla 3.1.

TABLA 3.1 PROPIEDADES FISICOQUIMICAS EMPLEADAS PARA EL CALCULO DEL FACTOR DE AJUSTE k DE CADA
ANALITO. [51-53]

Analito Masa Molar Refraccion Molar

(g/mol) (cm3 /mol)
H3AsO4 141.94 13.48
F- 18.998 0.95
KNO3 101.10 10.81
NaCl 58.44 7.96
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3.1.3 APLICACION AL SISTEMA NacCl + H,0

Como primer caso de estudio se considerd una solucién acuosa de cloruro de sodio NaCl,
debido a que constituye uno de los sistemas electroliticos mas ampliamente estudiados
y utilizados como referencia para la validacién de modelos de indice de refraccion [54].
Los parametros fisicos utilizados para el modelado incluyeron la masa molar y la
refracciéon molar del NaCl, asi como la densidad y masa molar del agua. A partir de estos
valores se calculdo el factor de ajuste k correspondiente al sistema NaCl+ H,0 .
Posteriormente se realizé un barrido completo de concentraciones comprendido entre 0
y 1000mg/L como maxima concentracién como se establece en la NOM-127-SSA1-2021
[96], utilizando incrementos de 1mg/L. Para cada concentracion se calculé el indice de
refraccion en el intervalo espectral de 200nm a 110nm, generando una base de datos
compuesta por pares A, C y su correspondiente valor de indice de refraccion. El resultado
de este procedimiento fue un conjunto de datos estructurado con tres variables
principales, (1) la longitud de onda, (C) la concentracion del analito y (n) indice de

refraccion calculado para dichas condiciones.

La variacion simultanea del indice de refraccion con la longitud de onda y la concentracion
se muestra en la Figura 3.2, donde puede observarse el efecto combinado de la

dispersidn oOptica y del incremento de concentracion del soluto.

77
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FIGURA 3.2 INDICE DE REFRACCION DEL SISTEMA NaCl+ H,0 EN FUNCION DE n(4,C) CON A=500NM
OBTENIDA MEDIANTE EL MODELO n(4, C) = ny,o(4) + kC.

Como referencia para examinar la tendencia del indice de refraccion, los resultados del
modelo se compararon con los datos experimentales reportados por Tan y Huang para
soluciones acuosas de NaCl [97]. La comparacién se presenta en la Tabla A3.1y en la
Figura A3.1 del Apéndice 3. Para calcular los indices modelados utilizados en esta
comparacion, se convirtio la fraccion masica reportada en el articulo a concentracion
fisica en mg/L, considerando la densidad de cada solucion, y se utilizé el coeficiente k,sin

escalar.

Los datos de referencia corresponden a una temperatura de 293.15K y una longitud de
onda de 589.3 nm, condiciones que se utilizaron para efectuar la comparacion. No
obstante, las concentraciones experimentales convertidas abarcan aproximadamente de
10,000 a 297,000 mg/L, mientras que el intervalo utilizado para generar el conjunto de
datos sintéticos de esta investigacion es de 0 a 1000 mg/L. Por esta diferencia de escala,
la comparacién se interpreta como una referencia del comportamiento general del indice
de refraccion con la concentracion y no como una validacién directa del modelo dentro
del intervalo de trabajo de la tesis. Los resultados y sus diferencias respecto de los
valores experimentales se analizan en el Apéndice 3. La validacion del modelo en el

intervalo de concentraciones considerado en esta investigacion requerira una
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comparacion especifica dentro de dicho intervalo y, posteriormente, una evaluacion

experimental.

La metodologia descrita para el cloruro de sodio fue posteriormente extendida a las
soluciones acuosas de arsénico, fluoruro y nitrato. De esta manera se obtuvo un conjunto
completo de indices de refraccidn dependientes de la longitud de onda y de la
concentracion, los cuales constituyen la entrada fundamental para el modelado 6ptico de

la guia de onda tipo slot desarrollado en la siguiente seccion.

3.2 MODELADO OPTICO DE LA GUIA DE ONDA SLOT

Una vez obtenidos los indices de refraccion en funcién de la longitud de onda y de la
concentracion de los analitos, se realizé el modelado 6ptico de la guia de onda tipo slot.
Esta etapa permiti6 determinar la constante de propagacion del modo TM, obtener la
distribucion transversal de su campo eléctrico y cuantificar la fraccion del campo
confinada en la region ocupada por el analito. A partir de estos resultados se calcularon
las propiedades derivadas que integraron el conjunto de datos sintético para la posterior
ingenieria de caracteristicas y el entrenamiento de los modelos de aprendizaje

automatico.

El procedimiento se organizdé en tres etapas consecutivas: solucidn de la ecuacion
trascendental para obtener 8, reconstruccion del campo eléctrico y calculo de la fraccion
evanescente y estimacion de la velocidad de grupo, la respuesta eléctrica, el factor de
interaccién y la sensibilidad. Los parametros geométricos y Opticos empleados se

presentan en la Tabla 3.2.

TABLA 3.2 PARAMETROS GEOMETRICOS Y OPTICOS DE LA GUIA DE ONDA TIPO SLOT.

Parametro Valor
indice de refraccion del slab ng 3.48
indice de refraccién del revestimiento  n, 2.00
Ancho del slot 2a 100 nm
Grosor del slab Wsiab 450 nm
Rango de longitud de onda A 200 - 1100 nm
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3.2.1 Calculo modal y obtencién de la fraccidon evanescente

Para cada par de valores de longitud de onda y concentracidén se cargaron los parametros
de entrada y se calcularon las constantes necesarias para evaluar la ecuacion
trascendental del modo TM fundamental, presentada en la Seccién 2.6. La constante de
propagacion 8 se defini6 como variable simbdlica y la ecuacién se resolvi6 mediante
vpasolve, utilizando el intervalo de busqueda comprendido entre kon.y kony, de acuerdo
con el primer diagrama. El valor obtenido se conservo junto con las condiciones de

entrada para el calculo del campo transversal.

Con el valor de § obtenido se actualizaron las constantes transversales y se determinaron
los coeficientes del campo mediante las condiciones de frontera descritas en la Seccion
2.6. El perfil de E, se evalué en una malla de 600 puntos, comprendida entre —0.4 y

0.4 um, y se normalizo respecto de su magnitud maxima.

Posteriormente, se integro el cuadrado de la magnitud del campo en el slot y en el dominio
transversal para obtener la fraccidn evanescente, siguiendo la operacién indicada en el
diagrama. Este procedimiento y la solucion modal se repitieron para cada combinacidn
de longitud de onda y concentracién. Los resultados se almacenaron en un archivo CSV

con las columnas A, C, n, By FE_TM_frac, utilizado como entrada de la etapa siguiente.
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Célculo de modos TM en guia slot: B, campo Ex y fraccion evanescente
Etapa 1: cdlculo de P Etapa 2: campo y fraccidn evanescente
Pardmatros fisicos ‘ Cargin P y constaontis provias

Constamtes fundamenmales : Calcularyye

+ t

Variable simbalica ) H Walla transversa

* ' *

Ecuadide trascendental T™M ' Coelficientes A, AL_AT

L] ' '

Meétodo mamiérica Vpasolve j Evaluar Ex por region

L 3 H T

P numérnco 5 - | Normafigar campo

Fraccion ovanescento

+ )

Dataset CSV [entroda de la etapa 3] Resuitado: fe_frac

FIGURA 3.3 DIAGRAMA DE FLUJO PARA EL CALCULO DE LA CONSTANTE DE PROPAGACION DEL MODO TM, LA DISTRIBUCION
TRANSVERSAL DEL CAMPO ELECTRICO Y LA FRACCION EVANESCENTE EN EL SLOT.

3.2.2 Calculo y exportacién de las propiedades derivadas

Los datos del archivo modal se ordenaron por concentracion y longitud de onda. Para
cada concentracion se calculd la velocidad de grupo a partir de la derivada de S respecto
de la frecuencia angular, con el tratamiento de Savitzky—Golay indicado en el diagrama.
A continuacion, se evaluaron la magnitud energética en el slot y el campo eléctrico

efectivo.

La conductividad se asigno segun la concentracidn: para C = 0 se utilizé el valor del agua
y, para los demas casos, la relacion entre conductividad molar y concentracion molar.
Con estos resultados se calcularon el voltaje, la resistencia y la potencia eléctrica
equivalente. También se obtuvo el factor de interaccion mediante la secuencia de

operaciones del segundo diagrama.

Para calcular la sensibilidad, los datos se agruparon por longitud de onda y se ordenaron
por concentracion. La derivada del indice efectivo respecto de C se estimdé con

np.gradient, considerando el espaciado no uniforme. Cuando se dispuso de al menos
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siete puntos, se aplicé a la derivada un filtro de Savitzky—Golay con ventana de siete

puntos y polinomio de grado tres.

Finalmente, se reunieron las cinco columnas de entrada y las cinco propiedades
calculadas: velocidad de grupo, voltaje, potencia eléctrica equivalente, factor de
interaccion 'y sensibilidad. Para cada analito se export6 el archivo
Analito_propiedades_optoelectronicas.csv, destinado a la posterior ingenieria de

caracteristicas y al entrenamiento de los modelos de aprendizaje automatico.

Etapa 3: velocidad de grupo, respuesta eléctrica y sensibilidad espectral

Entrada y blogue 1; fisica modal Bilogue 2: sensibilidad y salida
Dataset CSV , _ Fara cads longitud de ands A
[ ' ) (v Concertiom
3 ' ' +

Lear y ordenmar ' ' Indice efectivo nelf
[ ertrmean y \ ' H W s

3 ) ‘ '
h :

Fara cada concentracion C Dertvada dnett/aC
A s P I e » D T TR B
r ! . '
Velocidad de grupo vg 1 ' Suavizado Savitsvy-Golay
Av-Dichey vy =1/ G480 | i Vezlang ¥, peaorrat § Ji8 2 jravd
} - ' '
Enwegia en ol tlot . ' Sersibilidod ssgectral §
) H 1
Campo elécrrico sfective . Reordonar columnas
W Mt 2e b AC | ™ frex b eabad
* H : '

Conductivided ¢ | Guardar CSV
i | v ArryOvwant

]
Respussta sbectrnca ¥, I

)
Factoe de intoraccidn [

FIGURA 3.4 DIAGRAMA DE FLUJO PARA EL CALCULO DE LA VELOCIDAD DE GRUPO, LA RESPUESTA ELECTRICA EQUIVALENTE, EL
FACTOR DE INTERACCION ELECTROMAGNETICA Y LA SENSIBILIDAD, Y SU INTEGRACION EN EL CONJUNTO DE DATOS.

3.2.1 SOLUCION DE LA ECUACION TRASCENDENTAL PARA EL MODO TW

La constante de propagacion del modo guiado se obtuvo mediante la resolucién numeérica
de la ecuacion trascendental TM asociada a la estructura slot. Debido a que esta ecuacion
no posee una solucion analitica cerrada, se implementd un procedimiento iterativo para

localizar la raiz correspondiente al modo fundamental guiado para cada combinacion de
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longitud de onda e indice de refraccion del medio analizado, para ello se utilizaron los
parametros geométricos y opticos de la guia de onda tipo slot resumidos en la Tabla 3.2
se definieron los parametros épticos de la estructura y posteriormente se resolvio la
ecuacioén caracteristica dentro del intervalo fisicamente permitido para la constante de
propagacion. Aquellas soluciones complejas o no convergentes fueron descartadas
automaticamente, conservandose unicamente los valores reales asociados a modos

guiados.

La Figura 3.4 muestra la variacion de la constante de propagacion modal en funcién de

la concentracion para los cuatro analitos propuestos y en el intervalo espectral analizado.
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FIGURA 3.4 VARIACION DE LA CONSTANTE DE PROPAGACION MODAL B EN FUNCION DE LA CONCENTRACION
PARA H3As0,, F~, KNO; Y NaCl. CALCULADA MEDIANTE LA SOLUCION NUMERICA DE LA ECUACION
TRASCENDENTAL TM DE LA GUIA DE ONDA TIPO SLOT. LAS SUBFIGURAS (A-J) CORRESPONDEN A LONGITUDES
DE ONDA REPRESENTATIVAS COMPRENDIDAS ENTRE 200 Y 1100 nm.

En todos los casos se observa una dependencia de tendencia lineal entre la constante
de propagacion y la concentracion del analito. Este comportamiento es consecuencia
directa del incremento del indice de refraccion efectivo del medio contenido en el slot, el
cual modifica las condiciones de confinamiento del modo guiado y produce variaciones

en la constante de propagacion obtenida a partir de la ecuacion trascendental.
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Asimismo, puede apreciarse que la magnitud de la variacion de f depende tanto de la
longitud de onda como de la especie quimica analizada. Para todas las longitudes de
onda consideradas, el NaCl presenta la mayor pendiente, seguido por KNO;, F~ y
H;As0,. Esta diferencia esta asociada al factor de ajuste k utilizado en el modelado del
indice de refraccion, el cual incorpora las propiedades fisicoquimicas de cada analito y

determina la magnitud de la perturbacion optica inducida en el medio.

También se observa que los valores absolutos de £ disminuyen conforme aumenta la
longitud de onda, comportamiento consistente con la relacion f = n.¢k,. Debido a que el
numero de onda disminuye al incrementar la longitud de onda, la constante de
propagacion modal presenta valores menores en la regiéon del infrarrojo cercano que en

la region visible o ultravioleta.

Con el propésito de analizar la respuesta de la constante de propagacion frente a

variaciones en la concentracion de los analitos, se calculd la sensibilidad modal espectral

0
Sp =20 (58)

Este parametro permite evaluar la capacidad de la guia de onda para traducir pequenas
variaciones en la composicidon quimica del medio en cambios detectables de las
propiedades modales. La Figura 3.5 presenta la evolucion de la sensibilidad modal

espectral en funcién de la longitud de onda para los cuatro analitos considerados.
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FIGURA 3.5 SENSIBILIDAD MODAL ESPECTRAL (aﬂ/aC) EN FUNCION DE LA LONGITUD DE ONDA PARA
H3As0,, F~, KNO; Y NaCl.

Se observa como la sensibilidad aumenta en todo el intervalo espectral analizado,
alcanzando sus valores maximos en la region cercana a 1100 nm. Este comportamiento
indica que, para la geometria modelada, las variaciones del indice de refraccién inducidas
por la concentracion producen cambios mas pronunciados en la constante de
propagacion a longitudes de onda elevadas. Esta tendencia es consistente con las
diferencias observadas previamente en las pendientes de las curvas de la Figura 3.4 y
refleja la distinta magnitud de la perturbacién 6ptica generada por cada especie quimica
sobre el indice de refraccion del medio. Estos resultados muestran que la constante de
propagacion modal constituye un parametro sensible tanto a la concentracion del analito
como a la longitud de onda de operacion. La relacion aproximadamente lineal observada
entre [ y la concentracion permitiendo establecer una correspondencia directa entre las
propiedades opticas del medio contenido en el slot y las caracteristicas de propagacion

del modo guiado.
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3.2.2 CALCULO DEL FACTOR DE CONFINAMIENTO 1,

Una vez obtenida la constante de propagacion modal f mediante la resolucion numérica
de la ecuacion trascendental TM, se procedio a calcular la distribucion espacial del campo
eléctrico asociada al modo fundamental de la guia de onda slot. Para ello se emplearon
las expresiones 33 y 34 de la Seccion 2.8 para cada una de las regiones que conforman
la estructura y los parametros geométricos y opticos de la Tabla 3.2. La solucion modal
descrita en la seccion anterior permitio determinar las amplitudes del campo eléctrico en
el revestimiento superior, los slabs y el slot. A partir de esta distribucion espacial se
calculo el factor de confinamiento en el slot ng,:, definido como la fraccion de energia
electromagnética confinada dentro de la regién sensible de la guia de onda respecto a la

energia total del modo guiado.

Este parametro se obtuvo mediante integracion numeérica de la intensidad del campo
eléctrico a lo largo de toda la seccidn transversal de la estructura, de acuerdo con la
expresion 34. Debido a que el mecanismo de deteccion propuesto se basa en la
interaccién del campo evanescente con el analito contenido en el slot, el factor de
confinamiento constituye una magnitud de interés para evaluar el potencial de sensado

de la estructura.

La Figura 3.5 muestra la variaciéon de n,;,.en funcion de la concentracion para los cuatro
analitos estudiados y para diferentes longitudes de onda comprendidas entre 200 y 1100

nm.
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FIGURA 3.6 VARIACION DEL FACTOR DE CONFINAMIENTO EN EL SLOT 1)5;:EN FUNCION DE LA CONCENTRACION
PARA H3As0,, F~, KNO; Y NaCl. LAS SUBFIGURAS (A—J) CORRESPONDEN A LONGITUDES DE ONDA ENTRE
200 Y 1100 NM.

en cada caso se observa un incremento de tendencia lineal del factor de confinamiento
conforme aumenta la concentracién del analito. Este comportamiento esta asociado al
incremento del indice de refraccion de la solucion contenida en el slot, el cual modifica
las condiciones de propagacion del modo guiado y favorece una mayor concentracion de
energia electromagnética dentro de la region de sensado.
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Asimismo, la magnitud del confinamiento presenta una fuerte dependencia espectral.
Mientras que para longitudes de onda cercanas a 200 nm el factor de confinamiento es
del orden de 1072%, para longitudes de onda préximas a 1100 nm alcanza valores
superiores al 4 %. Este resultado indica que el modo TM presenta una interaccion
progresivamente mayor con el medio contenido en el slot conforme aumenta la longitud

de onda.

Las diferencias observadas entre analitos siguen la misma tendencia identificada
previamente para la constante de propagacién modal. Esta diferencia se relaciona con la
magnitud de la perturbacion optica introducida por cada especie quimica sobre el indice

de refraccion del medio.

Con el propésito de cuantificar la sensibilidad del confinamiento frente a variaciones de
concentracion, se calculd la derivada espectral del factor de confinamiento respecto a la

concentracion,

OMsiot
—ac (59)

la cual representa la variacion del confinamiento por unidad de concentracion del analito.

La evolucion espectral de este parametro se observa en la Figura 3.6.

C(%Wimg L

FIGURA 3.7 SENSIBILIDAD ESPECTRAL DEL FACTOR DE CONFINAMIENTO 07;,,/0CEN FUNCION DE LA
LONGITUD DE ONDA PARA H3As0,, F~, KNO; Y NacCl.
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Se observa que la sensibilidad del confinamiento aumenta de manera constante en todo
el intervalo espectral. Los valores mas elevados se obtienen para longitudes de onda
superiores a 900 nm, donde pequenas variaciones en la concentracion producen cambios

mas pronunciados en la fraccién de energia confinada dentro del slot.

Estos resultados muestran que la constante de propagacion modal constituye un
parametro sensible tanto a la concentracion del analito como a la longitud de onda de
operacion. Para cada longitud de onda analizada, la relacién aproximadamente lineal
observada entre f y la concentracion, dentro del intervalo estudiado, permite relacionar
las propiedades O6pticas del medio contenido en el slot con las caracteristicas de

propagacion del modo guiado.

3.2.3 CALCULO DE PARAMETROS OPTOELECTRONICOS DERIVADOS DEL MODO
GUIADO

Una vez obtenidos la constante de propagacién modal y el factor de confinamiento del
modo TM, se continuo con el calculo de los parametros optoelectronicos
complementarios que permiten caracterizar la interaccion entre el campo

electromagnético guiado y el medio contenido en el slot.

Como etapa inicial se estim¢ la velocidad de grupo v,, ecuacion 35, obtenida a partir de
la derivada numérica de la constante de propagacion respecto a la frecuencia angular.
Debido a que esta magnitud se emplea posteriormente para el calculo de la energia éptica
almacenada en el dispositivo, se aplicd un procedimiento de suavizado basado en filtros
de Savitzky-Golay con el propdsito de reducir fluctuaciones numéricas asociadas al

calculo de derivadas discretas.

A partir de la velocidad de grupo y del factor de confinamiento previamente calculado, se
determind la energia Optica almacenada en la region del slot. Posteriormente, esta
energia se empled para estimar el campo eléctrico efectivo considerando el volumen

activo de interaccion y las propiedades dieléctricas del medio analizado.
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Con el valor del campo eléctrico efectivo se calcularon el voltaje inducido en la region del
slot V.. Yy la potencia eléctrica equivalente P,..ic - Para ello se incorporé la
conductividad eléctrica de los analitos, estimada a partir de la conductividad molar de

cada compuesto y de su concentracion correspondiente.

La Figura 3.8 presenta la variacion del voltaje inducido en el slot para una longitud de

onda representativa.

FIGURA 3.8 VARIACION DEL VOLTAJE INDUCIDO EN LA REGION DEL SLOT Vg, EN FUNCION DE LA
CONCENTRACION PARA LOS ANALITOS CONSIDERADOS.

Se observa como V,; disminuye conforme aumenta la concentracion del analito. Este
comportamiento se encuentra asociado al incremento del indice de refraccion del medio,
el cual modifica la distribucién de energia electromagnética en la region activa del
dispositivo y produce una reducciéon gradual del campo eléctrico efectivo calculado para

el modo guiado.

Adicionalmente se calcul6 el factor de interaccion electromagnética 74.t0r, definido como
la fraccion efectiva de energia dieléctrica asociada al medio contenido en el slot respecto
a la energia total transportada por el modo guiado. Este parametro incorpora
simultaneamente la informacion del factor de confinamiento y del indice efectivo del
modo, proporcionando una medida de la intensidad de interaccién entre el campo

electromagnético y el analito.
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La evolucion espectral de este parametro se muestra en la Figura 3.9.

20 X (Al oo 1000

Longaud de anda, A (nm)

FIGURA 3.9 FACTOR DE INTERACCION ELECTROMAGNETICA NfactorEN FUNCION DE LA LONGITUD DE ONDA

PARA LOS CUATRO ANALITOS ESTUDIADOS. EL INCREMENTO PROGRESIVO DE ESTE PARAMETRO INDICA UN
AUMENTO DE LA INTERACCION CAMPO-MATERIA EN LA REGION ESPECTRAL DE MAYORES LONGITUDES DE
ONDA.

Se puede apreciar que 7540 aumenta de forma no lineal conforme se incrementa la
longitud de onda, alcanzando sus valores maximos en la regién cercana a 1100 nm. Este
comportamiento indica que, para la geometria propuesta, la interaccién entre el campo

guiado y el medio analizado se intensifica a longitudes de onda elevadas.

Finalmente, se calculd la sensibilidad espectral, S;, este parametro permite cuantificar la
variacion del indice efectivo frente a cambios de concentracion y constituye una medida
directa de la capacidad del dispositivo para transformar perturbaciones quimicas en

variaciones opticas detectables.

La Figura 3.10 muestra la evolucion de S;para los diferentes compuestos considerados.
Se observa un incremento monotonico de la sensibilidad conforme aumenta la longitud

de onda, alcanzandose los valores maximos en la region del infrarrojo cercano.

92



FIGURA 3.10 SENSIBILIDAD ESPECTRAL S; EN FUNCION DE LA LONGITUD DE ONDA.

Esta tendencia coincide con el comportamiento observado para 14t SUgiriendo que el
aumento de la interaccion electromagnética entre el campo guiado y el medio favorece
una mayor sensibilidad del sistema frente a cambios de concentracién, asimismo, puede
apreciarse que las diferencias entre analitos se amplifican progresivamente con la

longitud de onda.

Los parametros obtenidos en esta etapa complementan la descripcidon modal realizada
en las secciones anteriores y permiten caracterizar distintos mecanismos de interaccion
entre el campo electromagnético y las soluciones analizadas. En conjunto, estas
magnitudes constituyen variables derivadas de interés para la construccion del conjunto
de datos sintético empleado posteriormente en la etapa de ingenieria de caracteristicas

y entrenamiento de los modelos de aprendizaje automatico.
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3.3 METODOLOGIA DE ENTRENAMIENTO Y EVALUACION DE
MODELOS DE APRENDIZAJE AUTOMATICO

En esta seccion se describe la metodologia general empleada para el desarrollo,
entrenamiento y evaluacion de los modelos de aprendizaje automatico utilizados en la
clasificacion de las especies quimicas propuestas. Como etapa inicial, se realizé un
analisis exploratorio de datos con el fin de examinar la calidad del conjunto de datos,
identificar posibles anomalias y comprender la distribucién de las variables obtenidas a

partir del modelado fisico de la guia de onda tipo slot.

Posteriormente, se prepararon los datos para su entrada en los algoritmos de
clasificacion mediante procesos de limpieza, codificacién de la variable objetivo e

imputacién de valores faltantes.

Asimismo, se definieron estrategias de particion de los datos para entrenamiento,
validacion y prueba, garantizando la conservacion de la distribucion de clases y la

reproducibilidad de los experimentos.

En el caso de los modelos basados en arboles, se empled una particion de entrenamiento
y prueba de 80% y 20%, respectivamente. Para la red neuronal multicapa MLP, el
conjunto de datos se dividio en tres subconjuntos: entrenamiento 70%, validacion 15% y
prueba 15%, utilizando una estrategia estratificada y una semilla aleatoria fija para

garantizar la reproducibilidad de los resultados.

Con el propésito de evaluar la robustez de los modelos frente a perturbaciones en las
variables de entrada, se generaron versiones perturbadas mediante la adicion de ruido
gaussiano de media nula y desviacion estandar de 0.02. La media nula permite introducir
fluctuaciones positivas y negativas sin imponer un sesgo sistematico, mientras que la
desviacion estandar establece la magnitud de las perturbaciones. El valor de 0.02 se
adoptdé como una condicion de evaluacion computacional para analizar la sensibilidad de
los modelos ante pequefas variaciones en sus entradas. Esta perturbacién constituye
una aproximacion simplificada a posibles fluctuaciones de medicion y no representa una

incertidumbre instrumental determinada experimentalmente.
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Todos los modelos fueron implementados mediante un flujo de trabajo de procesamiento
orientada a garantizar condiciones homogeéneas de entrenamiento. Para los algoritmos
basados en arboles se emple6 imputacion por mediana y escalamiento robusto de las
caracteristicas. En el caso de la red neuronal MLP, se utilizé6 una normalizacion mediante
StandardScaler, ajustada unicamente con los datos de entrenamiento para evitar fuga de

informacion hacia los conjuntos de validaciéon y prueba.

Finalmente, la selecciéon de hiperparametros se realiz6 mediante procedimientos de
optimizacion especificos para cada modelo. Durante esta etapa se empled validacion
cruzada y la exactitud como métrica objetivo. Una vez identificada la configuracion éptima
de cada algoritmo, se entrend un modelo final utilizando la totalidad del conjunto de

entrenamiento y posteriormente se evalud sobre el conjunto de prueba independiente.

De esta manera, todos los modelos fueron comparados bajo un protocolo experimental
consistente, garantizando una evaluacion objetiva de su capacidad para clasificar

contaminantes presentes en muestras de agua.

3.3.1 ANALISIS EXPLORATORIO DE DATOS

Antes iniciar con la configuracién de los modelos de aprendizaje automatico se realizé un
analisis exploratorio de datos con el propdsito de caracterizar estadisticamente el
conjunto de datos generado, identificar posibles relaciones entre variables, evaluar la
presencia de redundancias y analizar la separabilidad de las clases correspondientes a

las diferentes especies quimicas.

Debido a que el conjunto de datos fue generado sintéticamente, todas las clases
contienen el mismo numero de muestras. La Tabla 3.3 presenta la distribucion de clases

por analito.
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TaBLA 3.3 DISTRIBUCION DE MUESTRAS POR CLASE.

Analito Numero de muestras Porcentaje (%)

H3AsO, 91,091 25.0
F- 91,091 25.0
KNO; 91,091 25.0
NaCl 91,091 25.0

Con el fin de identificar la distribucion general de las variables, se calcularon medidas

descriptivas, valores extremos y asimetria. Los resultados se resumen en la Tabla 3.4.

TABLA 3.4 ESTADISTICAS DE LAS VARIABLES DE ENTRENAMIENTO.

clase count mean std min 25% 50% 75% max asimetria
A 364364 6.50E+02 2.63E+02 2.00E+02 4.20E+02 6.50E+02 8.80E+02 1.10E+03 0
concentracion 364364 5.00E+02 2.89E+02 0.00E+00 2.50E+02 5.00E+02 7.50E+02 1.00E+03 0

N0 364364 1.39E+00 3.84E-02 1.32E+00 1.36E+00 1.38E+00 1.41E+00 1.56E+00 0.659896

B 364364 4.10E+07 2.22E+07 1.88E+07 2.40E+07 3.30E+07 5.16E+07 1.09E+08 1.282301

n 364364 1.04E-02 1.17E-02 9.71E-05 1.07E-03 5.18E-03 1.69E-02 4.34E-02 1.143696

Nractor 364364 1.80E-03 2.09E-03 1.63E-05 1.74E-04 8.54E-04 2.88E-03 8.85E-03 1.231419

S 364364 4.72E-07 5.36E-07 3.97E-09 6.45E-08 2.53E-07 7.05E-07 2.64E-06 1.463148

Vsior 364364 6.78E-02 4.69E-02 6.92E-03 2.59E-02 5.76E-02 1.05E-01 1.71E-01 0.510316

Pgor 364364 9.27E+04 1.90E+05 6.53E-13 2.67E+03 1.57E+04 9.09E+04 1.78E+06 3.815775

Las métricas muestran que las variables presentan escalas significativamente diferentes,
abarcando desde magnitudes del orden de 10~° hasta valores superiores a 108 .
Asimismo, algunas variables presentan distribuciones asimétricas elevadas,
particularmente aquellas asociadas con potencia e interaccion energética. Estas
diferencias justifican la necesidad de aplicar procesos de normalizacién y estandarizacion
antes del entrenamiento de los modelos de aprendizaje automatico, especialmente para
el modelo de redes neuronales artificiales.
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Posteriormente se evalu6 la dependencia lineal entre las variables mediante el coeficiente

de correlacion de Pearson. La matriz de correlacion se presenta en la Figura 3.11.
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FIGURA 3.11 MATRIZ DE CORRELACION DEL CONJUNTO DE DATOS.

La matriz muestra la existencia de grupos de variables altamente correlacionadas. En
particular, se observa una correlacion muy elevada entre el factor de confinamiento n_slot
y el factor de interaccion electromagnética eta_factor, asi como entre la sensibilidad

espectral Spec_sens.

Con el fin de identificar posibles redundancias, se calcularon las correlaciones absolutas
mas elevadas entre pares de variables. Los resultados se presentan en la Tabla 3.5.
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TABLA 3.5 VARIABLES CON MAYOR CORRELACION ABSOLUTA.

Variable 1 Variable 2 Correlaciéon absoluta

n N factor 0.997640
A Vsiot 0.980845
n Vitot 0.969139
Nfactor Vitot 0.958600
Nfactor Sy 0.920428
n Si 0.909369
2 B 0.908451
A n 0.908062

Estos resultados indican que multiples variables contienen informacion parcialmente
redundante debido a que derivan de los mismos mecanismos fisicos de propagacion e
interaccidn electromagnética. Sin embargo, se conservaron debido a que los algoritmos
de aprendizaje automatico pueden aprovechar dichas relaciones durante el proceso de

entrenamiento.

Con el objetivo de evaluar la estructura global del conjunto de datos y explorar la
separabilidad entre las clases, se aplicé un Analisis de Componentes Principales (PCA).
Previamente, las variables fueron estandarizadas para evitar que diferencias de escala

afectaran la extraccion de componentes.
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La Figura 3.12 muestra la proyeccion bidimensional utilizando las dos primeras
componentes principales.
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FIGURA 3.12 PROYECCION PCA DEL CONJUNTO DE DATOS.

Puede observarse que las clases presentan regiones diferenciadas dentro del espacio
reducido, particularmente para H;AsO,, cuya distribucidon se observa claramente
separada respecto a los demas compuestos. Asimismo, aunque existe cierto
solapamiento parcial entre F~, KNO;y NaCl en algunas regiones, las trayectorias
generadas por cada analito siguen patrones diferenciables, lo que sugiere la existencia
de informacion suficiente para tareas de clasificacion. Las dos primeras componentes
principales explican aproximadamente el 68.6% de la variabilidad total del conjunto de
datos, distribuyéndose en 49.64% para la primera componente y 18.94% para la

segunda.

99



Complementariamente, la Figura 3.13 presenta la varianza acumulada explicada por el
modelo PCA.
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FIGURA 3.13 VARIANZA ACUMULADA EXPLICADA POR PCA.

Se observa que aproximadamente seis componentes permiten explicar mas del 95% de
la variabilidad total, mientras que diez componentes explican practicamente la totalidad
de la informacion contenida en el conjunto de datos. Este resultado indica que, aunque
el espacio original presenta multiples variables, gran parte de la informacién relevante se

encuentra concentrada en un subconjunto reducido de dimensiones.

En conjunto, los resultados del analisis exploratorio muestran que el conjunto de datos
presenta una distribucién balanceada entre clases, una estructura fisica coherente entre
variables y un grado apreciable de separabilidad entre los diferentes contaminantes.
Estas caracteristicas sugieren que el conjunto de datos es adecuado para el
entrenamiento y evaluacion de modelos de aprendizaje automatico orientados a la
clasificacion de las especies quimicas propuestas a partir de parametros Opticos y

optoelectronicos derivados de una guia de onda tipo slot.

100



3.3.2 METODOLOGIA DEL ALGORITMO ARBOL DE DECISION

La implementacion del algoritmo Decision Tree Classifier se realizé considerando como
variable objetivo la identificacién de los cuatro analitos propuestos H;AsO,, F~, KNO3y
NaCl. El preprocesamiento de los datos, la particion de los conjuntos de entrenamiento y
prueba, asi como la incorporacion de ruido gaussiano, se llevaron a cabo siguiendo el

protocolo experimental descrito en la Seccion 3.3.

La seleccion de hiperparametros se efectu6 mediante optimizacion bayesiana, con el
objetivo de maximizar la exactitud promedio obtenida durante el proceso de validacion
cruzada. Para cada ensayo se construyé un arbol de decisién con una configuracion
especifica de hiperparametros y posteriormente se evalué mediante validacion cruzada

tipo (K)-Fold con cinco particiones.

Durante el proceso de optimizacion se exploraron diferentes configuraciones
relacionadas con la profundidad maxima del arbol (max_depth), el numero minimo de
muestras requeridas para efectuar una division interna (min_samples_split), el numero
minimo de muestras permitidas en los nodos terminales (min_samples_leaf), el criterio
de impureza empleado para seleccionar las particiones (criterion), el parametro de poda

basado en complejidad de costo (ccp_alpha) y la ponderacion de clases (class_weight).

La evaluacién de cada configuracion se realizé calculando la exactitud promedio obtenida
en las cinco particiones de validacion. Este valor fue utilizado como funcion objetivo
durante el proceso de optimizacion, permitiendo identificar automaticamente la
combinacion de hiperparametros con mejor desempefio. Una vez concluida la busqueda,
se selecciond la configuracion optima y se entrené un modelo final utilizando la totalidad
del conjunto de entrenamiento. Posteriormente, el clasificador fue evaluado sobre el
conjunto de prueba independiente con el propdsito de estimar su capacidad de
generalizacion. Adicionalmente, se registraron los resultados obtenidos en cada particion
de la validacion cruzada, asi como la media y desviacion estandar de la exactitud, con el
fin de analizar la estabilidad estadistica del modelo.
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La Tabla 3.6 resume el espacio de busqueda de hiperparametros considerado durante
la optimizacion del arbol de decision.

TABLA 3.6 ESPACIO DE BUSQUEDA DE HIPERPARAMETROS EMPLEADO DURANTE LA OPTIMIZACION BAYESIANA
DEL CLASIFICADOR BASADO EN ARBOLES.

Hiperparametro Rango explorado
max_depth 3-12
min_samples_split 2-20
min_samples_leaf 1-10
criterion gini, entropy, log_loss
ccp_alpha 0.0-0.05
class_weight None
Numero de pruebas Optuna 50
Validacion cruzada K-Fold (k=5)
Métrica objetivo Accuracy

3.3.3 METODOLOGIA DEL ALGORITMO BOSQUES ALEATORIOS

Se implementdé un clasificador de bosques aleatorios para evaluar el desempefio de un
modelo de ensamble en la identificaciéon de las especies quimicas y comparar sus

resultados con los obtenidos mediante el arbol de decision.

Con el fin de garantizar una comparacion consistente entre los algoritmos evaluados, se
mantuvieron las mismas etapas de preprocesamiento, particion de datos y validacion
descritas previamente. La seleccion de hiperparametros se realizd mediante una
busqueda exhaustiva (Grid Search), considerando diferentes combinaciones del numero
de arboles del ensamble (n_{estimators}), la profundidad maxima de los arboles
(max_depth), el numero minimo de muestras por nodo terminal (min_samples_leaf) y el

numero de variables consideradas en cada divisién (max_features).
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Cada configuracion fue evaluada mediante validacién cruzada estratificada de cinco
particiones, utilizando la exactitud como criterio de seleccion. Posteriormente, el modelo
con el mejor desempefo promedio fue entrenado utilizando la totalidad del conjunto de
entrenamiento y sometido a una validacion adicional mediante (K)-Fold para analizar la

estabilidad de sus resultados.

Finalmente, el modelo optimizado fue evaluado sobre el conjunto de prueba
independiente con el proposito de determinar su capacidad de generalizacion y comparar
su desempefio con los demas algoritmos de aprendizaje automatico considerados en
esta investigacion. La Tabla 3.7 presenta el espacio de busqueda de hiperparametros

utilizado durante el proceso de optimizacion.

TABLA 3.7 HIPERPARAMETROS Y ESPACIO DE BUSQUEDA PARA LA OPTIMIZACION DEL CLASIFICADOR DE
BOSQUES ALEATORIOS.

Hiperparametro Espacio de busqueda
(n_{estimators}) 100, 200
(max_depth) 10, 20
(min_samples_leaf) 2,4,10
(max_features) sqrt, log2
Método de optimizacién Grid Search

Validacién durante optimizacion Stratified K-Fold (k = 5)

Validacion final K-Fold (k = 5)

Métrica objetivo Accuracy

3.3.4 METODOLOGIA DEL ALGORITMO XGBOOST

Como se discutiéo en la Seccion 2.7.4, este algoritmo construye secuencialmente un
conjunto de arboles de decisién, donde cada nuevo arbol busca corregir los errores
cometidos por los arboles previamente generados mediante la optimizacién iterativa de

una funcion objetivo.
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La seleccion de hiperparametros se llevo al igual que los algoritmos anteriores mediante
optimizacion bayesiana. Durante este proceso se exploraron parametros relacionados
con la regularizacion de los pesos del modelo, la tasa de aprendizaje, la profundidad
maxima de los arboles, la proporcién de muestras empleadas durante cada iteracion de
entrenamiento, la proporcion de variables utilizadas para construir cada arbol y el peso

minimo requerido en los nodos hijos.

Para cada conjunto de hiperparametros se construyé un clasificador XGBoost de tipo
multiclase utilizando la estrategia multi:softmax, permitiendo asignar directamente cada
muestra a una de las cuatro categorias consideradas. La evaluacion de cada
configuracion se realizé6 mediante la métrica de exactitud, empleada como funcion

objetivo durante el proceso de optimizacion.

Una vez concluida la busqueda, se seleccioné la combinacion de hiperparametros que
produjo el mejor desempefio y se entrend un modelo final utilizando el conjunto completo
de entrenamiento. Posteriormente, dicho modelo fue evaluado sobre el conjunto de
prueba independiente con el fin de estimar su capacidad de generalizacion y comparar
su desempeino con los demas algoritmos de clasificacion estudiados. El espacio de
busqueda de hiperparametros considerado durante la optimizacién del clasificador

XGBoost se muestra en la tabla 3.8.

TABLA 3.8 HIPERPARAMETROS Y RANGOS DE BUSQUEDA CONSIDERADOS DURANTE LA OPTIMIZACION
BAYESIANA DEL CLASIFICADOR XGBOOST.

Hiperparametro Intervalo de busqueda Hiperparametro Intervalo de busqueda

A(regularizacion L2) (1073)-10 colsample_bytree 0.50 - 1.00
a (regularizacién L1) (1073)-10 min_child_weight 1-10
learning_rate 0.01-0.10 Numero de ensayos 50
max_depth 3-12 Funcién objetivo multi:sof TMax
subsample 0.50-1.00 Métrica de optimizacion Accuracy
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3.3.4 METODOLOGIA DEL PERCEPTRON MULTICAPA

La arquitectura de la red neuronal multicapa se defini6 mediante capas completamente
conectadas (Dense Layers), utilizando una funciéon de activacion ReLU en las capas
ocultas y una funcion SofTMax en la capa de salida para realizar la clasificacion
multiclase. Los pesos de la red fueron inicializados mediante el esquema He Normal,
adecuado para funciones de activaciéon de tipo RelLU y capaz de favorecer una

convergencia mas estable durante el entrenamiento.

Con el objetivo de controlar el sobreajuste y mejorar la capacidad de generalizacion del
modelo, se incorporaron diferentes mecanismos de regularizacién durante el proceso de
optimizacion. Entre ellos se consideraron regularizacion L2 sobre los pesos sinapticos,
normalizacion por lotes (Batch Normalization) y capas de abandono (Dropout). La
presencia o ausencia de estos mecanismos fue tratada como un hiperparametro adicional

durante la busqueda de la arquitectura éptima.

La selecciéon de hiperparametros se realizd mediante optimizacion bayesiana. Durante
este procedimiento se exploraron diferentes configuraciones relacionadas con el nimero
de capas ocultas, el numero de neuronas por capa, la intensidad de la regularizacion L2,
la tasa de abandono, la incorporacién de capas de normalizacién por lotes y la tasa de

aprendizaje del optimizador.

Para el entrenamiento se empled el optimizador Adam junto con la funciéon de pérdida
Sparse Categorical Crossentropy, adecuada para problemas de clasificacion multiclase
con etiquetas enteras. La métrica utilizada durante el proceso de optimizacion fue la
precision. A diferencia de los modelos basados en arboles, la evaluacién de cada
configuracion se realizé mediante un esquema de validacion cruzada estratificada
integrado directamente dentro del proceso de optimizacién. Para ello se desarroll6 una
extension personalizada del optimizador bayesiano capaz de implementar validacién
cruzada tipo Stratified K-Fold con tres particiones, preservando la proporcion de muestras
de cada clase durante todas las etapas del entrenamiento. La exactitud promedio
obtenida en las tres particiones fue utilizada como funcién objetivo para comparar las

diferentes arquitecturas evaluadas.
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Con el fin de reducir el tiempo de entrenamiento y evitar procesos innecesarios una vez
alcanzada la convergencia, se incorporaron mecanismos de detenciéon temprana (Early
Stopping) basados en el desempefio de validacion. Adicionalmente, se evaluaron
diferentes tamanos de lote (batch size) para determinar la configuracion mas adecuada

para el conjunto de datos utilizado.

Una vez concluido el proceso de optimizacion, se seleccioné la arquitectura con mejor
desempefio promedio y se entrend un modelo final utilizando la totalidad del conjunto de
entrenamiento. Posteriormente, dicho modelo fue evaluado sobre el conjunto de prueba
independiente con el propoésito de estimar su capacidad de generalizacion y comparar su

desempefio con los algoritmos de arboles de decision, bosques aleatorios y XGBoost.

La Tabla 3.9 resume el espacio de busqueda de hiperparametros considerado durante el

proceso de optimizacion del perceptron multicapa.

TABLA 3.9 HIPERPARAMETROS Y ESPACIO DE BUSQUEDA PARA LA OPTIMIZACION BAYESIANA DE LA RED
NEURONAL TIPO PERCEPTRON MULTICAPA.

Espacio de

Hiperparametro basqueda Hiperparametro Espacio de busqueda
Numero de capas 2-4 Funcién de activacién RelLu
ocultas
Neuronas capa inicial 64, 128 Fusién de salida SofTMax
Regularizacién L2 (107%) — (1073) Funcion de perdida Sparse Categorical
Crossentropy
Batch Normalization Si/No Ndmero maximo de 10
ensayos
Dropout Si/No Validacién Stratified K-Fold (k = 3)
Tasa de Dropout 0.2-0.5 Métrica objetivo Precision

Learning Rate (Adam) (107%) — (5 x 107%)

Batch Size 32, 64, 128

Optimizador Adam
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4. RESULTADOS Y DISCUSION

Para evaluar de manera integral el desempeno de los modelos de clasificacion se
emplearon diversas métricas y graficos que permiten analizar su precision, capacidad

discriminante y comportamiento durante el entrenamiento.

Cada una de estas métricas facilita una interpretacion mas completa y rigurosa de los

resultados obtenidos.

En primer lugar, la Matriz de Confusién permite visualizar las predicciones del modelo en
relacion con las clases verdaderas, identificando tanto los aciertos como los errores de
clasificacion para cada categoria. Esta herramienta es fundamental para detectar
patrones especificos de confusion entre clases y comprender qué tan efectivamente el
modelo distingue cada una de ellas [84]. Por su parte, la Curva ROC (Receiver Operating
Characteristic) y el Area Bajo la Curva (AUC) evaltan la capacidad del clasificador para
discriminar entre clases, midiendo su rendimiento a diferentes umbrales de decision. Esta
métrica es especialmente util para identificar qué tan bien separa el modelo las categorias

y para comparar el comportamiento relativo de cada clase [95].

La Curva de Aprendizaje examina como evoluciona el error del modelo conforme
aumenta el tamafo del conjunto de entrenamiento. Este analisis permite identificar
fendbmenos como el sobreajuste o el subajuste, y evaluar si la cantidad de datos

disponible es suficiente para alcanzar un desempeno estable [95].

Finalmente, las métricas de Precision, Recall y Puntuacion F1 ofrecen una evaluacion
cuantitativa del desempeno del clasificador tanto a nivel global como por clase,
permitiendo identificar desequilibrios o dificultades particulares en la prediccién de ciertas
categorias [80]. En conjunto, estas herramientas proporcionan un marco solido para
interpretar los resultados del modelo y evaluar su capacidad para clasificar correctamente
las muestras del conjunto de datos. A continuacion, se presenta el analisis detallado de
cada una de ellas.
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4.1 RESULTADOS ARBOLES DE DECISION

La optimizacion bayesiana de hiperparametros identificé la configuracidn con mejor

desempenio durante la validacion cruzada; estos valores se muestran en la tabla 4.1.

TABLA 4.1 HIPERPARAMETROS OPTIMOS OBTENIDOS PARA EL CLASIFICADOR ARBOLES DE DECISION.

Hiperparametros Valores 6ptimos
Profundidad maxima 12
Muestras minimas para divisiéon 12
Muestras minimas por hoja 10
Criterio de division Gini
Parametro de poda 2.46 x 1074
Ponderacién de clases none

Esta configuracion limita la complejidad del arbol, una profundidad maxima controlada,
un minimo de muestras por division y por hoja, y un parametro de poda por complejidad
de costo trabajan juntos para reducir el riesgo de que el modelo memorice patrones

especificos del entrenamiento, sin recortar de mas su capacidad de separar clases.

La tabla 4.2 resume la validacion cruzada con cinco particiones, que sirvié para estimar
la estabilidad del clasificador antes de examinar su comportamiento en el conjunto de

prueba.
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TABLA 4.2 RESULTADOS DE VALIDACION CRUZADA PARA EL CLASIFICADOR BASADO EN ARBOLES DE
DECISION.

Fold Precision %

1 91.31

2 92.00

3 91.61

4 90.43

5 91.47
Promedio 91.36
Desviacion estandar 0.0052

Precision en conjunto de prueba limpio 92.17

El modelo obtuvo una exactitud promedio de 91.36%, con una desviacion estandar de
0.52%, lo que indica un comportamiento estable entre las distintas particiones. Ademas,
la exactitud alcanzada en el conjunto de prueba limpio fue de 92.17%, valor cercano al
promedio obtenido durante la validacién cruzada. Esta concordancia sugiere que el
modelo mantiene una capacidad de generalizacién adecuada cuando las muestras no

presentan perturbaciones adicionales.

La Figura 4.1 muestra la evolucion del desempenio del clasificador en funcion del numero

de muestras de entrenamiento.
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FIGURA 4.1 CURVA DE APRENDIZAJE DEL CLASIFICADOR BASADO EN ARBOLES DE DECISION SIN RUIDO.

A lo largo de la curva, las exactitudes de entrenamiento y validacion cruzada permanecen
préximas, lo que indica una diferencia reducida entre el ajuste al conjunto de
entrenamiento y el desempefo sobre datos no vistos durante cada particion. Con 23,063
muestras, el modelo alcanzé una exactitud de entrenamiento de 0.9438 + 0.0037 y una
exactitud de validacién cruzada de 0.9374 + 0.0040. Al utilizar 230,630 muestras, ambos
valores disminuyeron ligeramente hasta 0.9319 £ 0.0020 y 0.9303 +0.0017 ,

respectivamente, manteniendo una separacién minima entre ambas curvas.

La Figura 4.2 describe la importancia relativa de las variables. El arbol concentro casi
toda su capacidad discriminante en unas pocas, P_over _sens encabeza la lista con
0.4160, seguida de sens_P_ratio con 0.3380 y de la concentracidon con 0.1838. Entre las

tres explican cerca del 93.8% de la importancia total.
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FIGURA 4.2 CARACTERISTICAS MAS RELEVANTES PARA LA CLASIFICACION MEDIANTE ARBOLES DE DECISION.
El arbol no repartié la toma de decisiones entre todas las variables por igual, si no que
privilegio las relaciones derivadas entre potencia, sensibilidad y concentracién. Que
variables como A, B, Nsiors Vsiors Petectric Y Mfactor QUeden con importancia nula no
significa que sean fisicamente irrelevantes, su informaciéon probablemente quedd
absorbida de forma indirecta en las variables derivadas que si lograron mayor capacidad

de separacion.

La Tabla 4.3 y la Figura 4.3 resumen el desempefio del modelo por clase sobre el
conjunto de prueba limpio. La exactitud global fue de 93%, con un desempeno
particularmente alto para las clases F~ y H;As0,. En el caso de F~, el modelo obtuvo una
precision de 100%, un recall de 99 % y un F1-score de 100%, mientras que para H;AsO,
alcanzé una precision de 99%, un recall de 100% y un F1-score de 100%. Estos
resultados indican que ambas clases fueron identificadas con alta efectividad y con un

nivel minimo de confusién respecto a las demas categorias.

TABLA 4.3 REPORTE DE CLASIFICACION DEL MODELO DE ARBOLES DE DECISION EN EL CONJUNTO DE PRUEBA
LIMPIO.

Clase Precision Recall F1-score muestras
F~ 100% 99%  100% 18018
H3As0, 99% 100 100% 18018
KNO, 93% 78%  85% 18018
NacCl 81% 93%  87% 18018
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Clase Precision Recall F1-score muestras

Precision 93% 72072

Promedio macro 93% 93% 93% 72072

Promedio ponderado  93% 93% 93% 72072
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FIGURA 4.3 METRICAS POR CLASE DEL CLASIFICADOR DE ARBOLES DE DECISION EN EL CONJUNTO DE PRUEBA
LIMPIO.

En contraste, las clases KNO; y NaCl presentaron un comportamiento menos
equilibrado. Para KN O3, el modelo alcanzé una precision de 93%, pero un recall de 78%,
lo que indica que una proporcidn relevante de sus muestras fue clasificada errbneamente
como otra clase. NaCl mostré el patron opuesto: obtuvo un recall elevado de 93%, pero
una precision menor de 81%. Este comportamiento sugiere que el modelo tiende a
asignar como NaCl algunas muestras que pertenecen principalmente a KNO5, lo que
evidencia una mayor dificultad para separar ambas clases en el espacio de

caracteristicas utilizado.
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La matriz de confusion presentada en la Figura 4.4 confirma el patrén descrito
previamente. Las clases F~ y H;AsO, presentan un numero minimo de errores, con
17,923 aciertos de 18,018 muestras para F~ y 18,011 aciertos para H;AsO, . Esto
evidencia una separacion robusta de ambas clases dentro del espacio de caracteristicas

evaluado.

Matriz de Confusion - Test Set limpia
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D

FIGURA 4.4 MATRIZ DE CONFUSION DEL MODELO DE ARBOLES DE DECISION EN EL CONJUNTO DE PRUEBA
LIMPIO.

La principal fuente de error se concentra en la confusiéon entre KNO; y NaCl. En
particular, 3,784 muestras reales de KNO; fueron clasificadas como NaCl, mientras que
1,091 muestras reales de NaCl fueron asignadas a KNO;. Esta asimetria explica la
disminucién del recall en KNO5, ya que una proporcién importante de sus muestras no
fue recuperada correctamente, asi como la reduccion de la precision en NaCl, debido a

que esta clase recibe muestras que pertenecen a KNO;.

Las curvas ROC de la Figura 4.5 complementan este analisis al mostrar la capacidad

discriminante del modelo en condiciones limpias.
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FIGURA 4.5 CURVA ROC MULTICLASE DEL CLASIFICADOR DE ARBOLES DE DECISION SIN RUIDO.

Las clases F~ y H3As0, alcanzan un AUC de 1.00, lo que indica una separacion
practicamente perfecta. Por su parte, KNO; y NaCl obtienen un AUC de 0.98, valor que
sigue representando una discriminacion alta, aunque ligeramente inferior a la observada

en las otras dos clases.

El siguiente analisis evaludé la robustez del modelo frente a perturbaciones en las
variables de entrada. La Tabla 4.4 resume el desempefio global obtenido para los
distintos niveles de ruido. En condiciones limpias, el modelo alcanzé una exactitud
promedio de 0.9282. Al introducir 2.5% de ruido, la exactitud disminuyé a 0.7172,
equivalente a una retencion del 77.27. Para niveles superiores de perturbacion, la caida
fue menos pronunciada, hasta alcanzar una exactitud de 0.7106 con 10.0 de ruido,

correspondiente a una retencion del 76.56.

TABLA 4.4 DEGRADACION DEL DESEMPENO GLOBAL DEL MODELO DE ARBOLES DE DECISION BAJO
DIFERENTES NIVELES DE RUIDO.
Nivel Accuracy Desviacion Accuracy

de ruido promedio estandar retenida (%)

0.000 0.928211 1.11x 107'¢  100.00

114



Nivel

Accuracy Desviacién

de ruido promedio estandar

Accuracy

retenida (%)

0.025 0.717205 7.64 x 10~* 77.27
0.050 0.714236 7.14 x 107* 76.95
0.075 0.711988 7.30 x 107* 76.71
0.100 0.710638 9.06 x 10™* 76.56

El salto mas fuerte ocurre justo al pasar de datos limpios a 2.5 de ruido, de ahi en adelante
la caida es mas suave. El arbol es sensible a la primera perturbacion de las variables de
entrada, pero una vez desplazada su frontera de decision, seguir aumentando el ruido ya

no golpea con la misma fuerza.

La Figura 4.6 muestra como cambia la precision por clase frente al ruido. H;AsO, se
mantiene cerca de 0.99 y F~ cerca de 0.96, practicamente sin verse afectadas. KNO; y
NacCl, en cambio, se desploman: KNO5 pasa de 0.78 en datos limpios a cerca de 0.52 con

10% de ruido, y NaCl baja de 0.93 a aproximadamente 0.47.

Precision por clase vs nivel de ruido

—— - - -

2| —o= M0,

- KNO,
| == NaCl
|

FIGURA 4.6 PRECISION POR CLASE DEL MODELO DE ARBOLES DE DECISION FRENTE A DISTINTOS NIVELES DE
RUIDO.

Desde el punto de vista de su aplicacion, este comportamiento indica que el desempefo
obtenido con datos limpios puede disminuir ante pequefas perturbaciones en las
mediciones. Por ello, la confiabilidad del clasificador debe evaluarse a partir del

desempefio que conserva bajo ruido, considerando especialmente los casos en que no
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identifica correctamente un contaminante presente. La estabilizacion de la degradacion
no garantiza por si misma una clasificacion adecuada, pues puede ocurrir en un nivel de
desempenio insuficiente para el monitoreo. En consecuencia, estos resultados permiten
reconocer una limitacion del algoritmo y respaldan la necesidad de validarlo con
mediciones experimentales antes de establecer su confiabilidad en un sistema de

deteccion real.

La Figura 4.6 muestra el desempefio por clase bajo los distintos niveles de ruido. Las
clases H;AsO, y F~ presentan una degradacion minima, manteniéndose alrededor de
0.99 y 0.96, respectivamente. En contraste, KNO; y NaCl muestran una caida
considerable: KNO; disminuye de 0.78 en condiciones limpias a aproximadamente 0.52
con 10.0% de ruido, mientras que NaCl desciende de 0.93 a cerca de 0.47. Estos
resultados evidencian que la robustez del modelo no es homogénea entre clases.
Mientras H;AsO, y F~ presentan regiones de decisidn mas estables, KNO; y NaCl son

mas vulnerables a la perturbacion de las caracteristicas de entrada.
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FIGURA 4.7 MATRICES DE CONFUSION DEL MODELO DE ARBOLES DE DECISION BAJO NIVELES DE RUIDO DE 2.5%, 5.0%, 7.5%

Y 10.0%.
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La degradacion mas evidente se concentra en la separacion entre KNO; y NaCl. En el
caso de KNO;, los aciertos disminuyen progresivamente de 8,582 con 2.5% de ruido a
7,630 con 10.0% . De forma paralela, aumenta el numero de muestras de KNO;
clasificadas como NaCl, pasando de 6,713 a 7,665 errores en el mismo intervalo. Este
patrén indica que la frontera entre ambas clases es la mas sensible a las perturbaciones

de entrada.

Para NaCl se observa un comportamiento que podria parecer contradictorio: sus aciertos
aumentan de 7,870 a 8,382 al pasar de 2.5% a 10.0% de ruido. Sin embargo, este
incremento lejos de una mejora real del desemperio, sino una redistribuciéon de muestras
entre KNO; y NaCl. De hecho, mas de 6,900 muestras reales de NaCl son clasificadas
como KNO; en cada nivel de ruido analizado. Por tanto, las matrices de confusion
muestran que la pérdida de desempenio bajo perturbaciones se concentra principalmente

en la dificultad del modelo para discriminar entre estas dos clases.

El efecto del ruido también se refleja en las curvas ROC de la Figura 4.8. H;AsO, y F~
mantienen valores de AUC de 0.9055 y 0.9845, respectivamente, en todos los niveles de
ruido evaluados. Esto indica que, aunque algunas asignaciones puntuales se modifican,
la capacidad discriminante del modelo para estas dos clases permanece estable. En
cambio, KNO; presenta una degradacion progresiva, con una disminucion del AUC de
0.6277 con 2.5% de ruido a 0.5940 con 10.0%. NaCl se mantiene en un intervalo entre
0.6755 y 0.6862, sin una caida marcada, aunque con valores claramente inferiores a los
observados para H;AsO, y F~. En conjunto, las curvas ROC confirman que el modelo
conserva una capacidad discriminante aceptable para H;AsO, y F~, pero pierde eficacia

para separar KNO5; y NaCl bajo condiciones ruidosas.
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FIGURA 4.8 CURVAS ROC MULTICLASE DEL MODELO DE ARBOLES DE DECISION BAJO NIVELES DE RUIDO DE
2.5%, 5%, 7.5% Y 10.0%.

Finalmente, la Figura 4.9 presenta la degradacion operacional del modelo. De acuerdo
con los umbrales definidos, el clasificador queda fuera de la zona de operacion aceptable
desde el primer nivel de ruido evaluado. La exactitud disminuye de 92.82 % en
condiciones limpias a valores cercanos al 71 % para todos los niveles de perturbacion.
Por lo tanto, aunque el modelo presenta un desempefo adecuado con datos limpios, su
estabilidad operacional se ve comprometida cuando las variables de entrada incorporan

ruido.
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Curva de degradacion operacional del modelo

FIGURA 4.9 CURVA DE DEGRADACION OPERACIONAL DEL MODELO DE ARBOLES DE DECISION FRENTE AL NIVEL
DE RUIDO.

En conjunto, el arbol de decision constituye un modelo util como referencia inicial,
especialmente por su interpretabilidad y por su capacidad para separar de manera
consistente las clases F~ y H;AsO, en condiciones limpias. Sin embargo, su desempefio
revela una limitacién estructural importante: la frontera de decisién entre KNO; y NaCl no
es suficientemente estable ante perturbaciones en las variables de entrada. Esta
sensibilidad es coherente con la naturaleza particionada del modelo, en la que pequefrios
desplazamientos de las muestras pueden provocar cambios abruptos en la clase
asignada. Por ello, aunque el modelo alcanza una exactitud cercana al 93% en el
conjunto de prueba limpio, su degradacion bajo ruido reduce su pertinencia para
escenarios experimentales donde exista variabilidad instrumental o incertidumbre en las

mediciones.
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4.2 RESULTADOS BOSQUES ALEATORIOS

El ajuste de hiperparametros para el modelo de bosques aleatorios por optimizacion

Bayesiana arrojé la configuracion que se muestra en la Tabla 4.5.

TABLA 4.5 HIPERPARAMETROS OPTIMOS OBTENIDOS PARA EL CLASIFICADOR BASADO EN BOSQUES
ALEATORIOS.

Hiperparametros Valores 6ptimos
Profundidad méxima 20
Numero de caracteristicas por division sqrt
Muestras minimas por hoja 2
Numero de estimadores 100

Con 100 arboles, una profundidad maxima de 20 y seleccién aleatoria de caracteristicas
mediante el criterio sqrt, el ensamble tiene capacidad suficiente para capturar relaciones
no lineales entre variables, mientras el minimo de muestras por hoja mantiene cierto
control sobre la complejidad. Usar multiples arboles en lugar de uno solo mejoré de forma
considerable el desempeio respecto al clasificador individual, al menos en condiciones

limpias.

La Tabla 4.6 muestra la validacion cruzada con cinco particiones, donde la exactitud se

mantuvo al redor de 1.0 en todos los folds.

TABLA 4.6 RESULTADOS DE VALIDACION CRUZADA PARA EL CLASIFICADOR BASADO EN BOSQUES
ALEATORIOS.

Fold Precision %
1 99.98
2 99.99
3 99.98
4 99.97
5 99.98
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Fold Precision %

Promedio 99.98
Desviacion estandar 0.0001
Precision en conjunto de prueba limpio 100

La validacion cruzada mostro un desempefio altamente consistente del modelo. El
promedio de precisiéon fue de 99.98% con una desviacion estandar de apenas 0.0001, lo
que evidencia una estabilidad muy elevada entre particiones, independientemente de la
forma en que se divida el conjunto de entrenamiento. En el conjunto de prueba limpio, la
exactitud alcanzé 100%, indicando una capacidad de clasificacion practicamente perfecta

en ausencia de perturbaciones por ruido.

La Figura 4.10 muestra la evolucién el desempefio conforme crece el numero de
muestras de entrenamiento. La exactitud de entrenamiento se mantiene cerca de 100%
incluso desde los tamafos de muestra mas pequenos, mientras que la exactitud de

validacidén cruzada aumenta progresivamente a medida que se incorporan mas datos.

Curva de Aprencizaje del models Bosques Aleatorios

‘e

......

FIGURA 4.10 CURVA DE APRENDIZAJE DEL MODELO DE BOSQUES ALEATORIOS SIN RUIDO.

Con 23,063 muestras, la exactitud de entrenamiento fue de 0.9999 + 0.0000 y la de
validacion cruzada de 0.9974 + 0.0007 al llegar a 230,630 muestras, esta ultima también

alcanz6 0.9999 + 0.0000. Este comportamiento indica que el modelo se beneficia
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claramente del incremento en el volumen de datos y que su desempefio converge hacia

una region de alta estabilidad.

La diferencia entre las curvas de entrenamiento y validacion cruzada es reducida,
particularmente para los mayores tamafnos de muestra, por o que no se observan sefales
relevantes de sobreajuste en condiciones limpias. No obstante, una exactitud de
entrenamiento practicamente perfecta también sugiere una capacidad de ajuste muy
elevada del ensamble, por lo que resulta necesario analizar su comportamiento frente a

datos perturbados antes de emitir conclusiones sobre su robustez operacional.

La Figura 4.11 muestra la importancia relativa de las variables dentro del bosque
aleatorio. A diferencia del arbol de decision individual, el ensamble distribuye la
importancia entre un mayor numero variables, aunque las caracteristicas derivadas de

potencia y sensibilidad siguen siendo las mas influyentes.
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FIGURA 4.11 CARACTERISTICAS MAS RELEVANTES PARA LA CLASIFICACION MEDIANTE BOSQUES ALEATORIOS.
P_over_sens sigue encabezando la lista, con 0.2784, seguida de sens_P_ratio con
0.2077. Después vienen la concentracion 0.1068, P_over_V 0.1047 y dSpec_dLambda
0.0850. En conjunto, estos resultados muestran que el modelo se apoya principalmente
en relaciones derivadas entre potencia, sensibilidad espectral y concentracion para
discriminar entre clases. A diferencia del arbol de decisién, en este caso ninguna variable
presenta una contribucién nula. El ensamble aprovecha informacion distribuida a lo largo
de todo el conjunto de caracteristicas, incluyendo parametros 6pticos como S, 4, ngt,

Vsiot ¥ Nractor- AUNQue su peso individual es menor, estas variables pueden aportar
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informacion complementaria en diferentes arboles del bosque, fortaleciendo la capacidad

global de discriminacién del modelo.

La Tabla 4.7 y la Figura 4.12 muestran el desempefio por clase en el conjunto de prueba
limpio. EI modelo alcanzé una exactitud global de 100, y las cuatro clases registraron

valores de precision, recall y F1-score de 100%.

TABLA 4.7 REPORTE DE CLASIFICACION DEL MODELO DE BOSQUES ALEATORIOS EN EL CONJUNTO DE PRUEBA
LIMPIO.

Clase Precisiéon Recall F1-score muestras
F~ 100% 99% 100% 18018
H3;AsO, 100% 100 100% 18018
KNO, 100% 100% 100% 18018
NacCl 100% 100% 100% 18018
Precision 100% 100% 72072

Promedio macro 100% 100% 100% 72072

Promedio ponderado 100% 100% 100% 72072

Metrics by Class
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FIGURA 4.12 METRICAS POR CLASE DEL CLASIFICADOR DE BOSQUES ALEATORIOS EN EL CONJUNTO DE
PRUEBA LIMPIO.

La coincidencia de estas métricas en 1.00 indica que el bosque aleatorio clasifico

correctamente practicamente todas las muestras del conjunto limpio, superando el
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desempefo observado previamente en el arbol de decision individual bajo las mismas

condiciones.

La matriz de confusién de la Figura 4.13 confirma este resultado, ya que las predicciones

se concentran casi por completo sobre la diagonal principal.

Matriz de Confusion - Test Set limpio
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FIGURA 4.13 MATRIZ DE CONFUSION DEL MODELO DE BOSQUES ALEATORIOS EN EL CONJUNTO DE PRUEBA
LIMPIO.

Las clases F~, H;AsO, y KNOj; tuvieron sus 18,018 muestras clasificadas correctamente
en cada categoria, mientras que NacCl registré 18,015 aciertos, con solo tres muestras
confundidas con KNOs el error en condiciones limpias es practicamente nulo. Por tanto,

el error en condiciones limpias puede considerarse practicamente nulo.
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Las curvas ROC presentadas en la Figura 4.14 refuerzan esta interpretacion. Las cuatro
clases alcanzan un AUC de 1.00, indicando una separacion perfecta en ausencia de

ruido.
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FIGURA 4.14 CURVA ROC MULTICLASE DEL CLASIFICADOR DE BOSQUES ALEATORIOS SIN RUIDO.
Este resultado confirma no solo la correcta asignacion de etiquetas, sino también una
capacidad discriminante sélida del modelo a lo largo de distintos umbrales de decision,

en concordancia con la matriz de confusion y las métricas por clase.

Posteriormente se evalud la robustez del bosque aleatorio frente a ruido gaussiano en
las variables de entrada. La Tabla 4.8 resume el comportamiento global del modelo bajo
estas perturbaciones. Aunque el desempefio sin ruido fue practicamente perfecto, la

incorporacion de ruido produjo una caida importante en la exactitud promedio.

TABLA 4.8 DEGRADACION DEL DESEMPENO GLOBAL DEL MODELO DE BOSQUES ALEATORIOS BAJO

DIFERENTES NIVELES DE RUIDO.
Nivel Accuracy Desviacion Accuracy

de ruido promedio estandar retenida (%)

0.000

0.999958

0

100

0.025

0.465106 1.058 x 10~*

46.51
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Nivel Accuracy Desviacion Accuracy

de ruido promedio estandar retenida (%)

0.050 0.441243 1.161x 107* 44.12

0.075 0.427454 1.209 x 10~* 42.74

0.100 0.419478 1.141 x 107* 41.94

La disminucién mas marcada ocurrio al pasar de datos limpios a 2.5% de ruido, donde la
exactitud descendié de 99.99% a 46.51%. A partir de ese punto, la degradacion continué

de manera mas gradual hasta alcanzar 41.94% con 10.0% de ruido.

La Figura 4.15 muestra el comportamiento de la precisidn por clase frente al incremento

del ruido.

Precision por clase vs nivel de ruido
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FIGURA 4.15 PRECISION POR CLASE DEL MODELO DE BOSQUES ALEATORIOS FRENTE A DISTINTOS NIVELES
DE RUIDO.

En condiciones limpias, las cuatro clases presentan valores cercanos al 100%, sin
embargo, al introducir perturbaciones, el desempefio cae de manera abrupta. H;AsO, es
la que mejor conserva su desempefo, con precision cercana a 63% en 2.5% de ruido y
54% en 10% de ruido. NaCl se mantiene alrededor de 52% y baja a 50%. En cambio F~
y KNO5, muestran una degradacion mas severa, F~ cae de 100% a cerca de 47% con
2.5% de ruido y a 0.39% con 10%. Finalmente KN O; llega hasta valores cercanos a 24%

constituyéndose como la clase mas afectada por las perturbaciones dentro del ensamble.
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Las matrices de confusion bajo distintos niveles de ruido, en la Figura 4.16, muestran con

a detalle como se redistribuyen los errores.
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FIGURA 4.16 MATRICES DE CONFUSION DEL MODELO DE BOSQUES ALEATORIOS BAJO NIVELES DE RUIDO DE
2.5%, 5.0%, 7.5% Y 10.0%.

Con 2.5% de ruido, H;AsO, conserva 11,192 aciertos, aunque parte de sus muestras se
va hacia KNO5; y NaCl. En el caso de F~ se registran 8,568 aciertos, con 4,474 muestras
clasificadas como H3;As0, y 4,216 como NaCl. KNO; es la mas afectada ya que solo
4,437 muestras quedan bien clasificadas, mientras 8,009 se asignan a NaCl y 5,323 a
H3;AsO,. NaCl acumula 9,366 aciertos, con errores importantes también hacia H;As0, y
KNO;.

El patrén se acentua al aumentar el nivel de ruido. Con 10.0%, H;AsO, baja a 9,677
aciertos, F~ a 7,211, KNO; a 4,357 y NaCl a 9,040. KNO5 sigue siendo la mas golpeada,
con buena parte de sus muestras desplazandose hacia NaCl y H;AsO, . Este
comportamiento sugiere que las fronteras de decision del bosque aleatorio pierden
estabilidad principalmente en las regiones donde las caracteristicas de KNO; presentan

mayor proximidad con las de otras categorias.

127



El efecto del ruido también se refleja en las curvas ROC de la Figura 4.17 de un AUC de
1.00 en todas las clases bajo condiciones limpias, los valores disminuyen de forma

considerable tan pronto como se introducen perturbaciones.

Ruido = 2.5 % Ruldo = 5.0 %
] ———
Y A ,,’- ~/f
~ A Sl | G
’/' j // /// ¢
F \ / Z
o, I ) A
S A , /S A7
/l // : _//."v
| / f , :
78 [Z;
J/ — -‘ / / — it
l.l;do =7.5% . lul‘dn = 10.0'\
—— ——
,/'/< — ’ S ,—f/—_
. ,// o ///'{
! 74 /7
i /// P
: 7SS Ch
3™ / NP > '
: {7 .,
% V/ s
// S/ ——
o - ~. L/ —_

FIGURA 4.17 CURVAS ROC MULTICLASE DEL MODELO DE BOSQUES ALEATORIOS BAJO NIVELES DE RUIDO DE
2.5%, 5.0%, 7.5% Y 10.0%.

Con 2.5% de ruido, F~ conserva el valor mas alto, con un AUC de 0.926, seguido de
H3;AsO, con 0.775, NaCl con 0.654 y KNO; con 0.618. Al incrementar el ruido hasta
10.0%, estos valores descienden a 0.911, 0.737, 0.635 y 0.584, respectivamente. En
consecuencia, aunque F~ mantiene una capacidad discriminante relativamente alta,
KNO; es la clase que pierde mayor separabilidad conforme aumenta la perturbacion en

las variables de entrada.

Por ultimo, la Figura 4.18 muestra la degradacion operacional del modelo. En ausencia
de ruido, el clasificador se ubica dentro de la zona de operacién excelente, con una
exactitud practicamente igual al 100% . Sin embargo, desde el primer nivel de
perturbacion el desempefio cae por debajo de los umbrales de operacién aceptable. Este
resultado indica que, aunque el bosque aleatorio presenta un comportamiento
sobresaliente en condiciones limpias, su estabilidad operacional se ve comprometida

cuando las variables de entrada incorporan ruido gaussiano.
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FIGURA 4.18 CURVA DE DEGRADACION OPERACIONAL DEL MODELO DE BOSQUES ALEATORIOS FRENTE AL
NIVEL DE RUIDO.

El modelo cae de forma abrupta de una operacion excelente a una zona degradada
apenas se introduce ruido gaussiano el bosque aleatorio rinde de exitosamente en datos
limpios, pero es muy sensible a perturbaciones en las variables de entrada. Que la
exactitud caiga de 99.99% a valores cercanos a 42% - 46% deja claro que el modelo

depende en gran medida de la estabilidad de las caracteristicas usadas para clasificar.

El bosque aleatorio representa una mejora clara respecto al arbol de decisién individual
cuando se evalua en condiciones limpias, tanto por su capacidad de clasificacion como
por el aprovechamiento mas distribuido de las variables de entrada. Sin embargo, esta
ventaja no se traduce en una robustez equivalente frente a perturbaciones. La caida
abrupta del desemperio al introducir ruido revela que el modelo depende de relaciones
muy precisas entre las caracteristicas, por lo que pequefas variaciones en las
mediciones pueden alterar de forma considerable la asignacion de clases. En este
sentido, aunque el modelo es altamente eficaz bajo condiciones controladas, su

sensibilidad al ruido limita su aplicabilidad directa en escenarios experimentales donde la
variabilidad instrumental o ambiental forme parte del proceso de medicion.
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4.3 RESULTADOS XGBOOST

La busqueda de los hiperparametros optimos para el modelo XGBoost por optimizacion

Bayesiana arroj6 la configuracion que se muestra en la Tabla 4.9.

TABLA 4.9 HIPERPARAMETROS OPTIMOS OBTENIDOS PARA EL CLASIFICADOR XGBOOST.

Hiperparametros Valores 6ptimos
Regularizaciéon L2 0.5624436754
Regularizacién L1 0.0420599542

Tasa de aprendizaje 0.0911168767

Profundidad maxima 5

Submuestreo de filas 0.5486672914

Submuestreo de columnas 0.7024464225

Peso minimo por hijo 2

Numero de estimadores 286

La profundidad maxima a 5 permite limitar la complejidad de cada arbol individual, y la
regularizacién L1/L2 ayuda a controlar el sobreajuste, los parametros de submuestreo de
filas y columnas suman aleatoriedad al entrenamiento. En conjunto, esta combinacion da

un modelo con mucha capacidad de ajuste, pero con mecanismos de regularizacion.

La Tabla 4.10 muestra los resultados de la validacién cruzada con cinco particiones. En
todos los folds, la exactitud fue superior a 99.96%, con variaciones minimas entre

particiones.

TABLA 4.10 RESULTADOS DE VALIDACION CRUZADA PARA EL CLASIFICADOR XGBOOST.

Fold Precision %
1 99.98
2 99.97
3 99.97
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Fold Precision %
4 99.96
5 99.98
Promedio 99.97
Desviaciéon estandar 0.0001
Precision en conjunto de prueba limpio 100

Estos valores indican que, bajo condiciones limpias, el modelo mantiene un desempefio
altamente estable sobre distintos subconjuntos del conjunto de entrenamiento. La baja
variabilidad entre particiones sugiere que el clasificador no depende de una divisién

particular de los datos para alcanzar un rendimiento elevado.

La Figura 4.19 presenta la curva de aprendizaje del modelo. La exactitud de
entrenamiento se mantiene en 1.0000 para todos los tamafios de muestra evaluados,
mientras que la exactitud de validacion cruzada permanece por encima de 0.9994 desde

el primer punto analizado.

Curva de aprendizaje del modele XGBoost sin ruido
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FIGURA 4.19 CURVA DE APRENDIZAJE DEL MODELO XGBOOST SIN RUIDO.
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Con 23,063 muestras, la exactitud de entrenamiento fue de 1.0000 y la exactitud de
validacion cruzada de 0.9995, Al incrementar el conjunto de entrenamiento hasta 230,630
la exactitud de validacion cruzada aumenté ligeramente hasta 0.9998. La proximidad
entre ambas curvas indica un comportamiento estable en condiciones limpias, sin
embargo, la exactitud de entrenamiento perfecta también evidencia una capacidad de
ajuste muy elevada. Por ello, resulta necesario analizar el comportamiento del modelo

bajo perturbaciones antes de establecer conclusiones sobre su robustez operacional.

La Figura 4.20 describe la importancia relativa de las variables para el modelo XGBoost
que concentra gran parte de su capacidad discriminante en dos variables principales,

sens_P_ratioy P_over_sens.
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FIGURA 4.20 DIEZ CARACTERISTICAS MAS RELEVANTES PARA LA CLASIFICACION MEDIANTE XGBOOST.
Estos resultados muestran que XGBoost se apoya principalmente en relaciones

derivadas entre sensibilidad espectral, potencia y concentracion para separar las clases.

La tabla 4.11 y la Figura 4.21 muestran el desempefio por clase en el conjunto de prueba

limpio con métricas perfectas para cada clase.

TABLA 4.11 REPORTE DE CLASIFICACION DEL MODELO XGBOOST EN EL CONJUNTO DE PRUEBA LIMPIO.

Clase Precision % Recall % F1-score % muestras
F~ 100 100 100 18018

H3;AsO, 100 100 100 18018

KNO, 100 100 100 18018
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Clase Precision % Recall % F1-score % muestras

NaCl 100 100 100 18018
Precision 100 100 72072
Promedio macro 100 100 100 72072
Promedio ponderado 100 100 100 72072

Métricas por clase
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FIGURA 4.21 METRICAS POR CLASE DEL CLASIFICADOR XGBOOST EN EL CONJUNTO DE PRUEBA LIMPIO.

La coincidencia de las métricas por clase en valores cercanos a 1.00 indica que el modelo
clasifica correctamente practicamente todas las muestras del conjunto limpio. Ademas,
no se observa un sesgo evidente hacia alguna categoria especifica, ya que el desempeno

se mantiene equilibrado entre las cuatro clases evaluadas.

La matriz de confusion de la Figura 4.22 confirma este comportamiento. Las predicciones
se concentran casi por completo sobre la diagonal principal, con un numero minimo de

errores fuera de ella.
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FIGURA 4.22 MATRIZ DE CONFUSION DEL MODELO XGBOOST EN EL CONJUNTO DE PRUEBA LIMPIO.

Las clases F~ y NaCl registran 18,018 aciertos, mientras que H;AsO, registré 18,015
aciertos, con tres muestras confundidas con KNO;, por su parte KNOs tuvo 18,017
aciertos y una sola muestra clasificada como H;As0,. Las curvas ROC multiclase de la
Figura 4.23 refuerzan esta interpretacion. Las cuatro clases alcanzan un AUC de 1.00, lo

que indica una separacién altamente efectiva en ausencia de ruido.
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FIGURA 4.23 CURVA ROC MULTICLASE DEL CLASIFICADOR XGBOOST SIN RUIDO.
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Un AUC de 1.00 en todas las categorias confirma que el modelo no solo asigna
correctamente las etiquetas en el conjunto limpio, sino que también mantiene una alta
capacidad discriminante a través de distintos umbrales de decision. Este resultado es

coherente con las métricas por clase y con la matriz de confusion previamente analizada.

El desempeio del modelo XGBoost también se examind bajo perturbaciones gaussianas
en las variables de entrada, con el propdsito de determinar si su alta exactitud en
condiciones limpias se traducia en estabilidad frente al ruido. Los resultados globales se
presentan en la Tabla 4.12. Aunque XGBoost alcanza un desempefio practicamente
perfecto sin perturbaciones, la introduccion de ruido produce una caida considerable en

la exactitud promedio.

TABLA 4.12 DEGRADACION DEL DESEMPENO GLOBAL DEL MODELO XGBOOST BAJO DIFERENTES NIVELES DE
RUIDO.

Nivel Accuracy Desviacion Accuracy

de ruido promedio estandar retenida (%)

0.000 0.999944 0 100

0.025 0.354547 2.41x 1073 35.46

0.050 0.357935 2.31x 1073 35.80

0.075 0.360072 2.10 x 1073 36.01

0.100 0.361242 2.13x 1073 36.13

La disminucién mas abrupta ocurre al pasar de datos limpios a 2.5% de ruido. En este
punto, la exactitud promedio desciende de 0.999944 a 0.354547, lo que corresponde a
una retencion de unicamente 35.46%. Para niveles superiores de ruido, la exactitud
aumenta ligeramente hasta alcanzar 0.361242 con 10% de perturbacién. Sin embargo,
esta variacidn es reducida y no puede interpretarse como una recuperacion real del

modelo, sino como una redistribucién de las predicciones bajo condiciones ruidosas.

La Figura 4.24 muestra la precision por clase frente a los distintos niveles de ruido. En
condiciones limpias, todas las clases parten de valores cercanos a 1.00, sin embargo, la

precision disminuye de forma abrupta al introducir perturbaciones.
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Precision por clase vs nivel de ruido
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FIGURA 4.24 PRECISION POR CLASE DEL MODELO XGBOOST FRENTE A DISTINTOS NIVELES DE RUIDO.

Las clases H;AsO, y NaCl rondan entre 0.52 y 0.49 respectivamente tras introducir ruido,
la clase F~ cae con valores entre 0.35y 0.37 en los niveles perturbados. La clase mas
afectada es KNO;, cuya precision se hunde hasta cerca de 0.06 con apenas un 2.5% de
ruido y sigue por debajo de 0.10 incluso con 10.0% frente a ruido. Este comportamiento
indica que el modelo pierde casi por completo la capacidad de asignar de forma confiable

las muestras pertenecientes a esta clase bajo condiciones perturbadas.

Las matrices de confusién bajo ruido, presentadas en la Figura 4.25, permiten observar

con mayor detalle la redistribucion de los errores.
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FIGURA 4.25 MATRICES DE CONFUSION DEL MODELO XGBOOST BAJO NIVELES DE RUIDO DE 2.5%, 5.0%,
7.5%Y 10.0%.

Con 2.5% de ruido, H;AsO, conserva 9,357 aciertos, aunque una proporcion importante
de sus muestras se desplaza hacia NaCl. La mayor degradacion se observa en KNO;
que conserva unicamente 1,181 aciertos de 18,018 muestras, mientras que la mayor
parte de sus errores se reparte entre H;AsO, y NaCl. NaCl, por su parte, acumula 8,811

aciertos, aunque también presenta una confusion importante hacia H;AsO,.

Al incrementar el ruido, el patron general se mantiene. Con 10.0% de perturbacion,
H;AsO0, registra 9,251 aciertos, F~ alcanza 6,727, KNO5 llega a 1,620 y NaCl obtiene
8,532. Aunque KN O; muestra un ligero aumento respecto al nivel de 2.5% de ruido, el

numero de aciertos continta siendo muy bajo frente al tamafio total de la clase. Por tanto,
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esta categoria constituye el punto mas vulnerable del modelo frente a perturbaciones en

las variables de entrada.

El efecto del ruido también se refleja en las curvas ROC de la Figura 4.26. A partir de un
AUC de 1.00 para todas las clases en condiciones limpias, los valores disminuyen de

forma considerable cuando se perturban los datos.
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FIGURA 4.26 CURVAS ROC MULTICLASE DEL MODELO XGBOOST BAJO NIVELES DE RUIDO DE 2.5%, 5.0%,
7.5% Y 10.0%.

Con 2.5% de ruido, F~ conserva el AUC mas alto, con un valor de 0.925, seguida de
H;As0,, con 0.660. En contraste, KNO; y NaCl presentan valores menores, de 0.584 y
0.551, respectivamente. Al aumentar el ruido hasta 10.0%, los AUC descienden a 0.913
para F~, 0.642 para H;AsO,, 0.571 para KNO; y 0.542 para NaCl. Estos resultados
indican que F~ conserva una capacidad discriminante relativamente alta bajo
perturbacion, mientras que KNO; y NaCl se aproximan a un régimen de baja

separabilidad.

Por ultimo, la Figura 4.27 presenta la curva de degradacion operacional del modelo. En

ausencia de ruido, XGBoost se ubica en la zona de operacién excelente, con una
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exactitud practicamente igual a 1.00. No obstante, desde el primer nivel de perturbacién
el desempeno cae abruptamente por debajo de los umbrales aceptables.
Curva de degradacién operasional del modelo
‘4

0as 4=

FIGURA 4.27 CURVA DE DEGRADACION OPERACIONAL DEL MODELO XGBOOST FRENTE AL NIVEL DE RUIDO.
La transicion directa desde una operacion excelente hacia una zona degradada evidencia
una pérdida sustancial de estabilidad operacional. La exactitud permanece entre 0.35y

0.36 para todos los niveles de ruido evaluados, confirmando que el modelo no logra

conservar su desempefio cuando las variables de entrada presentan perturbaciones.

En términos generales, XGBoost muestra una capacidad de clasificacién sobresaliente
en condiciones limpias, con métricas practicamente perfectas y una separacion efectiva
entre las cuatro clases. Sin embargo, esta capacidad no se sostiene frente a ruido en las
variables de entrada. La fuerte dependencia del modelo respecto a caracteristicas
derivadas especificas, principalmente sens_P_ratio y P_over_sens, parece favorecer un
ajuste altamente preciso en datos limpios, pero limitado ante variaciones en las
mediciones. Por ello, aunque XGBoost constituye el modelo con mejor desempeio

nominal en ausencia de perturbaciones, su baja robustez frente al ruido restringe su
aplicabilidad directa en escenarios experimentales donde exista
instrumental o variabilidad en los datos 6pticos.

incertidumbre
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4.4 RESULTADOS PERCEPTRON MULTICAPA

Para definir la configuracion optima del modelo, se realizé una busqueda de
hiperparametros por validacion cruzada, evaluando distintos tamanos de lote, batch size.

Los resultados se presentan en la Tabla 4.13.

TABLA 4.13 RESULTADOS DE LA BUSQUEDA DEL TAMANO DE LOTE PARA EL MODELO MLP.

Batch size Precision promedio en K-fold %

32 91.64
64 94.78
128 93.31

Como se observa en la tabla anterior el batch size de 64 obtuvo el mejor desempefio
promedio durante la validacion cruzada, con una exactitud de 94.78%, por esta razon,

dicho valor se seleccion6 como configuracién final del entrenamiento.

La Tabla 4.14 resume la arquitectura final del perceptrén multicapa. EI modelo esta
constituido por seis capas densas de 256 neuronas, una capa con la funcion de
activacidén y una capa de salida de cuatro neuronas, correspondiente a las cuatro clases

analizadas.

TABLA 4.14 ARQUITECTURA GENERAL DEL MODELO PERCEPTRON MULTICAPA.

Bloque del modelo Descripcion Dimension de salida Parametros

Capa densa
Entrada - Capa oculta 1 256 neuronas 3,584
completamente conectada

Capa densa
Capa oculta 2 256 neuronas 65,792
completamente conectada

Capa densa
Capa oculta 3 256 neuronas 65,792
completamente conectada

Capa densa
Capa oculta 4 256 neuronas 65,792
completamente conectada
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Bloque del modelo Descripcion Dimension de salida Parametros

Capa densa
Capa oculta 5 256 neuronas 65,792
completamente conectada

Capa densa
Capa oculta 6 256 neuronas 65,792
completamente conectada

Funcion de activacién Activacion no lineal aplicada a la ultima capa oculta 256 neuronas 0

Capa de salida Capa densa para clasificacion multiclase 4 neuronas 1,028

La Tabla 4.15 resume el numero de parametros del modelo. La arquitectura cuenta con
333,572 parametros entrenables, mientras que el total asciende a 1,000,718 al considerar

también los parametros asociados al optimizador.

TABLA 4.15 RESUMEN DE PARAMETROS DEL MODELO MLP.

Tamaiio aproximado

Tipo de parametro Numero de parametros
MB
Parametros totales 1,000,718 3.82
Parametros entrenables 333,572 1.27
Pardmetros no entrenables 0 0.00
Parametros del optimizador 667,146 2.54

El numero de capas ocultas y de neuronas por capa proporciona al MLP una capacidad
de representacion considerable. Con esta estructura, el modelo puede aprender patrones
complejos del conjunto de datos sin requerir una arquitectura convolucional o recurrente,
ya que las variables de entrada corresponden a descriptores numéricos derivados del
modelado éptico y no a datos espaciales o secuenciales. En este sentido, el MLP resulta
adecuado para capturar patrones no lineales en un espacio de caracteristicas tabular

como en el que se esta trabajando.

La Figura 4.28 muestra la evolucion de la funcidon de pérdida durante el entrenamiento.

La pérdida disminuye de manera rapida durante las primeras épocas y posteriormente se
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estabiliza de forma progresiva. La mejor época se alcanz6 en la época 26, con una

pérdida minima de 0.0141.

- e pentide v 00341
3 -

- e, ,47\: \
g Rl P —
: x 1 v

Epocas

FIGURA 4.28 CURVA DE PERDIDA DEL MODELO MLP DURANTE EL ENTRENAMIENTO.

La pérdida de entrenamiento inici6 alrededor de 0.146 y descendié por debajo de 0.04
durante las primeras épocas. Posteriormente, tanto la pérdida de entrenamiento como la
de validacion se estabilizaron en un intervalo cercano a 0.014 y 0.016. La separacion final
entre ambas curvas fue de apenas 0.0004, lo que indica una convergencia estable y sin
una brecha relevante entre el ajuste al conjunto de entrenamiento y el desempeio sobre

los datos de validacion.

La Figura 4.29 presenta la evolucion de la exactitud durante el entrenamiento. El
desempefio aumenta rapidamente desde las primeras épocas y se mantiene cercano a
1.0000 hacia el final del proceso. La exactitud de validacion conserva un comportamiento

similar, lo que confirma la estabilidad del entrenamiento.

FIGURA 4.29 CURVA DE EXACTITUD DEL MODELO MLP DURANTE EL ENTRENAMIENTO.
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El modelo alcanz6 una exactitud maxima de 1.0000, con la mejor época nuevamente
ubicada en la época 26. La separacion final entre la exactitud de entrenamiento y la de
validacion fue de solo 0.0001, lo que evidencia un ajuste estable y sin muestras de

sobreajuste en condiciones limpias.

La matriz de confusién del conjunto de validaciéon limpio, presentada en la Figura 4.30,

concentra las predicciones casi por completo sobre la diagonal principal.
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FIGURA 4.30 MATRIZ DE CONFUSION DEL MODELO MLP EN EL CONJUNTO DE VALIDACION LIMPIO.

En el conjunto de validacién, la clase F~ tuvo sus 13,018 muestras correctamente
clasificadas. H;AsO, registré 13,008 aciertos, con solo 10 muestras clasificadas como
KNO; . La clase KNO; alcanz6 13,018 aciertos, mientras que NaCl obtuvo 13,016

aciertos y unicamente tres muestras fueron asignadas errbneamente a KNO;.

El reporte de clasificacion presentado en la Tabla 4.20 y en la Figura 4.31 muestra valores

de precision, recall y F1-score de 1.00 para las cuatro clases.

TABLA 4.20 REPORTE DE CLASIFICACION DEL MODELO MLP EN EL CONJUNTO DE PRUEBA LIMPIO.

Clase Precision % Recall % F1-score % muestras
F~ 100 100 100 13514
H3AsO, 100 100 100 13514

143



Clase Precision % Recall % F1-score % muestras

KNO, 100 100 100 13514

NaCl 100 100 100 13514
Precision 100 100 54054
Promedio macro 100 100 100 54054
Promedio ponderado 100 100 100 54054

Métricas por clase - Set de Prueba
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FIGURA 4.31 METRICAS POR CLASE DEL MODELO MLP EN EL CONJUNTO DE PRUEBA LIMPIO.

La coincidencia entre precision, recall y F1-score en todas las clases indica que el MLP
clasifico correctamente practicamente todas las muestras del conjunto de prueba limpio.
Ademas, el soporte balanceado entre clases permite interpretar estos resultados sin la

influencia de un desbalance significativo en la distribucién de muestras.

La Figura 4.32 presenta la importancia relativa de las caracteristicas empleadas por el

modelo.
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FIGURA 4.32 DIEZ CARACTERISTICAS MAS RELEVANTES PARA LA CLASIFICACION MEDIANTE EL MODELO MLP.

A diferencia de los modelos basados en arboles, donde la importancia se concentré
principalmente en P_over_sens y sens_P_ratio principalmente, el MLP asigna mayor
relevancia a variables asociadas con la sensibilidad espectral y la distribucion modal. La
variable dSpec_dLambda encabeza la lista con una importancia media de 0.6308,
seguida de FE_TM_frac con 0.4624 y S,.. con 0.4194. Este comportamiento indica que
la red aprovecha de manera mas marcada la informacion éptica relacionada con la

variacion espectral, el confinamiento modal y la sensibilidad del sistema.
La curva ROC del conjunto de prueba limpio se muestra en la Figura 4.33.
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FIGURA 4.33 CURVA ROC MULTICLASE DEL MODELO MLP EN EL CONJUNTO DE PRUEBA LIMPIO.
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El AUC de 1.00 confirma una capacidad discriminante practicamente perfecta en
condiciones limpias. Este resultado es coherente con el reporte de clasificacion y con la
matriz de confusién, ya que el modelo no solo asigna correctamente las etiquetas, sino
que también mantiene una separacion clara entre las clases a lo largo de distintos

umbrales de decision.

La Figura 4.34 presenta la curva de aprendizaje del modelo en funcién del numero de

muestras de entrenamiento.

FIGURA 4.34 CURVA DE APRENDIZAJE DEL MODELO MLP EN FUNCION DEL NUMERO DE MUESTRAS.

Las curvas de entrenamiento y validacion cruzada se mantienen proximas en todos los
tamafnos de muestra. Incluso con 30,630 muestras, ambas meétricas superan 0.993, y
conforme aumenta el nimero de datos se estabilizan alrededor de 0.998, con
desviaciones estandar reducidas. Este comportamiento indica que la arquitectura
generaliza adecuadamente en condiciones limpias y no presenta senales relevantes de

sobreajuste.

Siguiendo el mismo criterio de evaluacion aplicado a los modelos anteriores, se analizé
la respuesta del MLP ante perturbaciones gaussianas en los descriptores épticos, con el
proposito de determinar si su elevada capacidad de clasificacion en condiciones limpias
se mantenia bajo escenarios menos idealizados. Los resultados globales se presentan
en la Tabla 4.23.
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Accuracy Desviacion Accuracy
Nivel de ruido
promedio estandar retenida (%)

0.000 0.999741 0 100.00

0.025 0.969482 531 x107* 96.97

0.050 0.914178 1.259 x 1073 91.44

0.075 0.859857 1.494 x 107* 86.01

0.100 0.810971 1.752 x 1073 81.12

Las matrices de confusion bajo distintos niveles de ruido se muestran en la Figura 4.35.
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FIGURA 4.35 MATRICES DE CONFUSION DEL MODELO MLP BAJO NIVELES DE RUIDO DE 2.5%, 5.0%, 7.5% Y
10.0%.

Con 2.5% de ruido, el modelo conserva un numero elevado de aciertos en todas las
clases. Los errores son minimos y se distribuyen principalmente entre F~, KNO3 y NaCl,
mientras que H;AsO, permanece practicamente sin afectacién. Al aumentar el ruido a
5.0%, los errores comienzan a incrementarse, especialmente para F~, KNO; y NaCl,

aunque el modelo aun mantiene una clasificacion mayoritariamente correcta.
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A partir de 7.5% de ruido, la degradacién se vuelve mas visible. Las confusiones se
concentran principalmente entre KNO5; y NaCl, y en menor medida entre F~ y KNO5. Con
10.0% de ruido, H3AsO, continua siendo la clase mas estable, mientras que KNO;
presenta la mayor pérdida de aciertos. La confusién principal ocurre entre KNO; y NaCl,
con una redistribucion practicamente simétrica entre ambas clases. Esto indica que la
frontera de decision entre estos dos compuestos es la mas sensible a las perturbaciones

de entrada.

El comportamiento discriminante del modelo bajo ruido también se evalué mediante

curvas ROC, presentadas en la Figura 4.36.
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FIGURA 4.36 CURVAS ROC MULTICLASE DEL MODELO MLP BAJO NIVELES DE RUIDO DE 2.5%, 5.0%, 7.5%
Y 10.0%.

Con 2.5% de ruido, el modelo mantiene una capacidad discriminante practicamente
perfecta para todas las clases. Este resultado confirma que, bajo perturbaciones leves,
el MLP conserva una separacion elevada entre las categorias, en concordancia con las
métricas por clase y las matrices de confusion obtenidas para este nivel de ruido.

Al incrementar el ruido a 5.0%, los valores de AUC disminuyen de forma moderada,

aunque permanecen altos, 0.997 para H;AsO,, 0.991 para F~, 0.976 para KNO5; y 0.978
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para NaCl. Esto indica que el modelo aun conserva una capacidad de discriminacion

sélida, aunque comienzan a observarse diferencias entre clases.

Para niveles de ruido de 7.5% y 10.0%, la pérdida de separabilidad se vuelve mas
evidente. Con 7.5% de ruido, los valores de AUC fueron 0.990 para H;AsO,, 0.974 para
F~,0.946 para KNO5 y 0.950 para NaCl. Con 10.0 de ruido, estos valores disminuyeron
a 0.979, 0.951, 0.911 y 0.921, respectivamente. A pesar de esta degradacion progresiva,
todos los valores se mantienen por encima de 0.90 incluso en el nivel maximo de ruido

evaluado.

Estos resultados indican que el MLP conserva una capacidad discriminante alta frente a

perturbaciones en los datos de entrada.

La Figura 4.37 muestra la precision por clase frente al incremento del ruido.

Precision por clase vs nivel de ruido

Preciaitn por clase

v N v
000 0.02 0.04 0.06 008 010
Nivel de ruido

FIGURA 4.37 PRECISION POR CLASE DEL MODELO MLP FRENTE A DISTINTOS NIVELES DE RUIDO.

El H;As0, es la clase mas estable, manteniéndose por encima de 0.93 incluso con 10.0%
de ruido. NaCl presenta una degradacion moderada, con valores que descienden desde
niveles cercanos a 1.00 hasta aproximadamente 0.82. La clase F~ muestra una mayor
sensibilidad, alcanzando valores cercanos a 0.79 en el nivel maximo de perturbacién.

KNO; es la clase mas afectada, con una precision cercana a 0.70 bajo 10.0% de ruido.

149



Este resultado coincide con las matrices de confusidén, donde KNO5 concentra la mayor

proporcion de errores en condiciones de perturbacion alta.

Finalmente, en la Figura 4.38 se presenta la degradacidon operacional del modelo en

funcién del nivel de ruido.

Curva de degradacion operacional del modelo

FIGURA 4.38 CURVA DE DEGRADACION OPERACIONAL DEL MODELO MLP FRENTE AL NIVEL DE RUIDO.

El MLP se mantiene en zona de operacion excelente en ausencia de ruido y con 2.5% de
perturbacion. Con 5.0% de ruido permanece dentro de una zona aceptable, mientras que
con 7.5% y 10.0% entra en una zona degradada. Aun asi, la disminucién del desempefio
es gradual, en contraste con los modelos basados en arboles, cuyo desempefio se redujo
de manera mas abrupta desde el primer nivel de perturbacidn. La exactitud retenida por
encima del 90% hasta 5.0% de ruido indica una mayor tolerancia del MLP frente a

variaciones en las variables de entrada.

En términos generales, el modelo MLP representa la alternativa mas sélida entre los
modelos evaluados, no solo por su desempefio practicamente perfecto en condiciones
limpias, sino por la forma gradual en que responde a la incorporacién de ruido. A
diferencia de los clasificadores basados en arboles, cuya degradacién operacional fue
mas abrupta, la red mantuvo una capacidad discriminante alta incluso bajo
perturbaciones moderadas en los descriptores épticos. Si bien KNO5 continud siendo la
clase mas sensible, la pérdida de desempefio no comprometio de manera inmediata la
estabilidad global del modelo. Esto sugiere que la arquitectura neuronal captura

relaciones mas robustas entre las variables dpticas y las clases de contaminantes, por lo
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que resulta la opcién mas adecuada para escenarios donde las mediciones puedan estar

sujetas a variabilidad experimental o incertidumbre instrumental.

5. CONCLUSIONES Y TRABAJO A FUTURO

Los resultados de esta investigacion demuestran que los descriptores Opticos derivados
del modelado numérico de una guia de onda tipo slot poseen capacidad discriminativa
suficiente para identificar contaminantes presentes en agua mediante técnicas de
aprendizaje automatico. La metodologia desarrollada permitié vincular el indice de
refraccién de soluciones acuosas con la respuesta modal de la guia de onda y, a partir
de ello, generar parametros Opticos y optoelectréonicos con significado fisico para la
clasificacion de F~, H3AsO,, KNO3 y NaCl.

El analisis exploratorio confirmdé que las variables obtenidas presentan distribuciones
coherentes con el comportamiento Optico del sistema, asi como correlaciones relevantes
entre los parametros electromagnéticos. Ademas, el balance entre clases permitio
evaluar los modelos sin sesgos asociados a una distribucidn desigual de muestras,

favoreciendo una comparacién objetiva entre los distintos algoritmos.

En condiciones limpias, los modelos evaluados mostraron una alta capacidad de
separacién entre clases. Los modelos de ensamble y el perceptron multicapa alcanzaron
desempefios practicamente perfectos, con métricas por clase cercanas o iguales a 1.00
y valores de AUC de 1.00. Esto confirma que, en ausencia de perturbaciones, los
descriptores Opticos propuestos contienen informacion suficiente para diferenciar los

contaminantes analizados.

El arbol de decisién funcioné como una linea base interpretable, aunque su desempefio
fue menor que el de los modelos de ensamble y el MLP. Su principal limitacién se observé
en la separacion entre KNOs y NaCl, donde se concentrd la mayor parte de los errores.
Esta tendencia sugiere que ambas clases ocupan regiones préximas en el espacio de
caracteristicas, lo que dificulta su discriminacion mediante fronteras de decision discretas.
El analisis de importancia de caracteristicas evidencio diferencias entre familias de
modelos. En los clasificadores basados en arboles, la decision dependié principalmente

de relaciones derivadas entre potencia, sensibilidad y concentracién, como P_over_sens

151



y sens_P_ratio. En cambio, el perceptrén multicapa asigné mayor relevancia a variables
asociadas con la respuesta espectral, el confinamiento modal y el volumen efectivo del
slot, como dSpec_dLambda, 1, Seens, Vsior Y P_over_sens. Esto indica que la red neuronal

aprovecho una representacion mas distribuida de la informacion éptica.

La evaluacion bajo perturbaciones gaussianas permitio distinguir entre desempefio ideal
y robustez operacional. Aunque Random Forest y XGBoost alcanzaron resultados
practicamente perfectos en condiciones limpias, ambos presentaron una degradacion
abrupta al introducir ruido en las variables de entrada. Esto indica que sus fronteras de
decision fueron altamente efectivas para datos no perturbados, pero poco estables frente
a variaciones pequenas en los descriptores opticos. El arbol de decision también mostro
sensibilidad al ruido, manteniendo como principal limitacion la confusion entre KNO5; y
NacCl.

El perceptron multicapa presentd el mejor equilibrio entre exactitud, capacidad
discriminante y robustez. En condiciones limpias alcanz6 un desempeio practicamente
perfecto, mientras que bajo ruido mostré una degradacion progresiva y mas controlada
que los modelos basados en arboles. Incluso en los niveles mas altos de perturbacion,
las curvas ROC conservaron valores de AUC superiores a 0.90 para todas las clases, lo
que evidencia una mayor estabilidad en la separacién multiclase. Aunque KNO; fue la
clase mas sensible a las perturbaciones, la pérdida de desempefio no comprometié de

forma inmediata la estabilidad global del modelo.

En conjunto, los resultados confirman que la combinacion de modelado electromagnético
y aprendizaje automatico constituye una estrategia viable para el desarrollo de sensores
fotonicos inteligentes orientados a la identificacion de contaminantes en agua. No
obstante, también muestran que la seleccidén del modelo no debe basarse unicamente en
la exactitud obtenida en datos limpios, sino en su capacidad para conservar el
desempeno ante incertidumbre en las variables de entrada. Bajo este criterio, el MLP se
perfila como la alternativa mas adecuada entre los modelos evaluados, al capturar
relaciones no lineales mas estables entre los descriptores épticos y las clases de

contaminantes.
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5.1 TRABAJO FUTURO

Como continuidad de esta investigacidn, resulta necesario validar experimentalmente los
descriptores propuestos mediante una plataforma foténica basada en guia de onda tipo
slot. La incorporacion de mediciones reales permitiria cuantificar las diferencias entre el
comportamiento simulado y el observado experimentalmente, asi como evaluar el efecto
de ruido instrumental, variaciones de fabricacion, fluctuaciones térmicas y desviaciones

en la concentracion de los analitos.

También se propone ampliar el conjunto de datos mediante la incorporacién de nuevas
especies quimicas, intervalos de concentracion mas amplios y condiciones ambientales
adicionales, como temperatura, ph o mezclas de contaminantes. Esta extension permitiria
analizar la capacidad de generalizacion del modelo en escenarios mas cercanos a
condiciones reales de operacién y evaluar su escalabilidad hacia problemas multiclase

de mayor complejidad.

De igual forma se considera conveniente estudiar otras configuraciones de guias de onda
integradas e incorporar fendmenos adicionales, como pérdidas o6pticas, rugosidad
superficial, tolerancias de fabricacion y efectos termo-6pticos. Esto permitiria incrementar
el realismo del modelo y aproximar con mayor precision la respuesta esperada en un

dispositivo fabricado.

Finalmente, la continuidad del trabajo consiste en vincular el modelo de clasificaciéon con
una propuesta experimental completa del sensor. Para ello sera necesario definir la
configuracion optica, los intervalos de longitud de onda mas adecuados, la resolucion
minima requerida del sistema de medicidén y las condiciones necesarias para obtener
experimentalmente los descriptores empleados por el modelo. De esta manera, el
sistema de aprendizaje automatico dejaria de operar unicamente como una etapa de
clasificacion numérica y pasaria a integrarse en una arquitectura de deteccion fotonica

para el monitoreo de contaminantes en agua.
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APENDICES

APENDICE 1. DEDUCCION MICROSCOPICA DE LA ECUACION DE
SELLMEIER A PARTIR DEL MODELO DE LORENTZ

La respuesta dieléctrica de un medio material ante campos Opticos variables puede
describirse, en el marco clasico, mediante la teoria de la dispersién electronica. El
desarrollo presentado a continuacion sigue la formulacion del oscilador armoénico
amortiguado expuesta por Jackson [64], complementada con tratamientos para medios

dieléctricos transparentes descritos en Fox [65] y Boyd [66].

Considérese un medio dieléctrico homogéneo sometido a un campo eléctrico armoénico
asociado a una onda electromagnética incidente, cuya dependencia temporal se expresa

como
E(t) = Ege~i@t | (A1.1)

donde E, es la amplitud del campo y w la frecuencia angular. En el modelo de Lorentz,
los electrones ligados al nucleo experimentan tres contribuciones: (1) la fuerza debida al
campo eléctrico externo, (2) una fuerza de restitucion de tipo armoénico y (3) un término
de amortiguamiento proporcional a la velocidad. La ecuacion de movimiento para un

electron de masa m,, y carga e esta dada por [55] [56]:

d? d i
me d—t)z( + meyd—): + mow3x = —eEpe 0t | (A1.2)

donde x representa el desplazamiento respecto a la posicion de equilibrio, y es la

constante de amortiguamiento y w, la frecuencia natural de resonancia.

Buscando soluciones en estado estacionario de la forma x(t) = x,e~“t, se obtiene para

la amplitud

X = LM g (A1.3)

2_,2_;
wi-w?-iyw

El momento dipolar inducido por cada oscilador es p = —ex. Para una densidad numérica

N de electrones, la polarizacién macroscopica resulta [64]:
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2
P=Np=—c{ile

wi-w?-iyw

Eje i@t . (A1.4)

En regiones espectrales alejadas de resonancias, donde la absorcidn es despreciable,

puede asumirse y = 0. En este régimen, la expresion anterior se reduce a [66]:

P=

Ne/meg — (A1.5)

2_ )2
wi—w

Por definicion, la polarizacion se relaciona con la permitividad relativa mediante P =
g0 (&, — 1)E. Para medios no magnéticos, donde ¢, = n?(w), se obtiene [64]:

Ne?

2 _ —
nf(w) =1 = -

(A1.6)

En un sistema real con multiples frecuencias de resonancia, la contribucion total se
expresa como una suma sobre osciladores efectivos caracterizados por factores de

oscilador f;:

n(w) = 1+--37, L (A17)

ome £1=1 w?-w?

Para reescribir esta expresion en funcion de la longitud de onda en el vacio, se utilizan

las relaciones

2 A
Sustituyendo, se obtiene
(ol e
n?(1) =1+ ZﬁlT‘)ﬁe, (A1.9)

definiendo los parametros

INfiAf
i_MiTSOme' C;=2;, (A1.10)
se obtiene la forma estandar
Ailz
n?(1) =1 +Zﬁ1&2—ci . (A1.11)
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En el rango 6ptico (infrarrojo cercano y ultravioleta), es habitual aproximar la respuesta
mediante cuatro términos dominantes, asociados a resonancias efectivas en el
ultravioleta y el infrarrojo. Bajo esta aproximacion, la ecuacion de Sellmeier adopta la

forma

P _ AqA? AyA? AzA? AyA?
n*(1) =1 te o tegtee Tra (A1.12)

APENDICE 2. DERIVACION DE LA ECUACION DE HELMHOLTZ PARA
UNA GUIA DE ONDA PLANA

La propagacion de ondas electromagnéticas en medios dieléctricos lineales,
homogéneos e isotropicos puede describirse mediante las ecuaciones de Maxwell [64].

En ausencia de cargas libres y corrientes eléctricas, dichas ecuaciones se escriben como

V-E=0, (A2.1)
V-H=0, (A2.2)

PXE—pS2=0, (A2.3)

VxHeSl=0 . (A24)

Aplicando el operador rotacional a la ecuacion (35),

Vx(VXE)=0, (A2.5)

y utilizando la identidad vectorial
Vx(VxXEV(/V-E)V2E=0, (A2.6)
se obtiene
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V(V-E)V?E—pu—(V x H) = 0. (A2.7)

Sustituyendo la ecuacion (36),
V(7 -E)V2E—pelt=0, (A2.8)

Dado que V - E = 0, se obtiene la ecuacion de onda

9%E

V2E — ue—— =0. (A2.9)

Para resolver esta ecuacion se propone una separacion de variables
E(x,t) = X(x)T(t) . (A2.10)
Sustituyendo en la ecuacion (41) y dividiendo entre XT,

1d%X 1d%T _

=0. (A2.11)

6__
X dx? 1 T dt?

Ambos términos deben ser iguales a una constante de separacion —k?, obteniéndose

T | k2e2T0 = 0, (A2.12)
dt? ’ )

X a2y
kX =0, (A2.13)

La solucién temporal puede escribirse como
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T(t) = Toe ™,  (A2.14)

mientras que la solucion espacial conduce a la ecuacion de Helmholtz

V2E+K?E=0. (A2.15)

Esta ecuacion constituye la base para el analisis modal de guias de onda dieléctricas y
para la determinacion de los modos TM empleados posteriormente en el modelado de

la guia de onda slot.

168



APENDICE 3. CONVERSION DE LA FRACCION MASICA Y
COMPARACION DEL MODELO CON DATOS EXPERIMENTALES

A3.1. Conversion de fraccion masica a concentracion fisica

Tan y Huang [97] reportan indices de refraccion experimentales para distintas soluciones,
entre ellas cloruro de sodio (NaCl) disuelto en agua. Los datos empleados en esta
comparacion corresponden a una temperatura de 293.15K y una longitud de onda de
589.3nm. En el articulo, la composicidn de las soluciones se describe mediante la fraccidon
masica del soluto. La fraccion masica w se define como la razén entre la masa de soluto

y la masa total de la solucion. Si se toma como ejemplo el NaCl, se tiene:

MNacCl MNacCl
w o= e — w_  (A3.1)
Msolucion Mpacl + MH,0

La fraccion masica es adimensional, ya que sus unidades corresponden a kg de NaCl

por kg de solucion. Al multiplicar ambos lados por la masa total de la solucién, se obtiene:

W(Mpger + My,o) = Myger,  (A3.2)

WMy + WMyg,o — Myger = 0, (A3.3)
Myactl(W — 1) = —wmy,p . (A3.4)
Por tanto:

Myacl _ W
Thal - Y (A3.5)

MHy,0 1-

Esta expresion representa una razén de masas. Por si sola, no corresponde a una
concentracion volumétrica, ya que todavia no considera el volumen ocupado por la
solucion. Para expresar la cantidad de NaCl por unidad de masa de agua, se define la
concentracion auxiliar C*, en gramos de NaCl por kilogramo de agua. Debido a que 1kg =

1000g se obtiene

C* = (1000 g/kg) —— . (A3.6)
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La ecuacioén (A3.6) permite calcular una magnitud util para describir la composicién de la
solucion. Sin embargo, C*no debe etiquetarse como mg/L, porque se expresa en gramos
de soluto por kilogramo de agua, no en miligramos por litro de solucion. Para comparar
los datos experimentales con el modelo formulado en términos de concentracion
volumétrica, es necesario convertir la fraccion masica a una concentracion fisica
expresada en mg/L. Para ello, se utiliza la densidad de la solucion, ps,;, definida como

Psol = Msolucién . (A37)

Vsolucién

donde Vg,1ucisn €S €l volumen total de la solucion. Al multiplicar ambos lados por w, se

obtiene:

Wpso] = Wmsolucién ) (A38)

Vsolucién

En términos de unidades, el producto de kg de NaCl por kg de solucion y kg de solucion
por litro de solucién equivale a kg de NaCl por litro de solucién. Se utilizan las
equivalencias 1kg de NaCl = 1000g de NaCl y 1g de NaCl = 1000mg de NaCl. Por

tanto:

__ 10°mg de NaCl

1kgde NaCl * (A3.9)

Al aplicar este factor al producto wpsol, la concentracion se expresa como:

Crs ms, = (10° mg/kg) wpsor. (A3.10)
&)

Que es la concentracion fisica y Esta conversion requiere utilizar la densidad
correspondiente a la composicion y temperatura de cada solucion. Por ello, no es
adecuado asignar una unica densidad a todas las fracciones masicas cuando se busca
realizar una comparacion cuantitativa. Por ejemplo, para una solucion con w = 0.01,
correspondiente a una solucion de NaCl al 1% en masa, se considera una densidad de

1.00508kg /L, la concentracion fisica se calcula como

Csis = (10°mg/kg)(0.01)(1.00508 kg/L) =10050.8 mg/L, (A3.11)
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El resultado muestra que una fraccion masica del 1% no equivale a una concentracion
de 10.05mg/L. El valor 10.05 se obtiene al expresar numéricamente la concentracion en
g/l, mientras que la concentracion correspondiente en mg/Les 10,050.8mg/L. Es

importante distinguir estas unidades para evitar factores de conversién incorrectos.
A3.2. Coeficiente del modelo de indice de refracciéon

En la metodologia de esta tesis, la dependencia del indice de refraccidn respecto de la
concentracion se representa mediante una aproximacion lineal

n(A,C) = nyo + KoC'mgr,  (A3.12)

cuando C se expresa en mg/L, el coeficiente K, debe expresarse en L/mg, de manera
que el producto K,C sea adimensional. En el modelo empleado para esta comparacion,

NacCl, se utiliza
Ko = 1.3621x1077L/mg. (A3.13)

Este coeficiente se utiliza sin aplicar el factor de escalamiento a al calcular los indices de
refraccion asociados con las concentraciones fisicas obtenidas de los datos de Tan y
Huang. A una longitud de onda de 589.3nm, el indice de refraccion del agua pura

calculado con el modelo espectral utilizado en la tesis es aproximadamente
Ny20(589.3nm) =~ 1.333349. (A3.14)

En consecuencia, para cada fraccion masica reportada por Tan y Huang [97], el indice

de refraccidn calculado se obtiene mediante

Nmog = 1.333349 + (1.3621x1077L/mg)Cqs, (A3.15)

donde Cgs Se introduce en mg/L. La ecuacion anterior se emplea aqui para se emplea
aqui para comparar la respuesta del modelo lineal con los indices experimentales
publicados. La comparacion no implica que los datos experimentales se encuentren
dentro del intervalo de concentracion utilizado para generar el conjunto de datos

sintéticos de la tesis.
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A3.3. Relacion entre la concentracién fisica y la concentracion auxiliar

Si de Eqg. A3.6 despegamos w se llega a

w=—" (A3.16)

~ 1000+C*’

Y sustituyendo esta expresion en la ecuacion A3.11, se obtiene
mgl _ 106 (—< kg
Cfis [ L ] =10 (1000+C*) pSOl[ I ]s (A317)

Esta ecuacion muestra que la conversién entre ambas magnitudes depende de la
composicidon y de la densidad de la solucién. Por lo tanto, C*'no puede utilizarse como
sustituto directo de C;; en una ecuacion cuyo coeficiente se haya definido para
concentraciones en mg/L. En la implementacion computacional del modelo se puede
introducir un factor de escalamiento para trabajar con valores numéricos de menor
magnitud. Sin embargo, dicho factor debe definirse de forma consistente con las unidades
del coeficiente y de la concentracion. Si se modifica la escala numérica de la
concentracion, también debe modificarse el coeficiente para conservar el mismo producto
adimensional. Por ejemplo, si se define una concentracion numérica escalada como

C .
— Zfis[mg/L]
Cesc,num ~ " 1oo0 (A3 1 8)

El valor numerico C,s. num representa la misma concentracion expresada numericamente

en g/L. En ese caso, el coeficiente correspondiente debe expresarse en L/g.
k, = 1000k,. (A3.19)
Asi, el producto que determina el incremento del indice de refraccion conserva su valor:

koCrisimg/1] = KgCescnum- (A3.20)

Esta identidad se debe a la conversion coherente de unidades. No justifica multiplicar el

coeficiente por un factor de escala y, al mismo tiempo, utilizar una concentracion fisica

172



en mg/L sin transformar. Por ello, la comparacion de esta seccion se realiza directamente

con koY Cris, ambos expresados en sus unidades correspondientes.

A3.4. Comparacion con los datos experimentales de Tan y Huang

Para comparar el modelo con los resultados publicados por Tan y Huang [97], se
calcularon las concentraciones fisicas a partir de las fracciones masicas y las densidades
correspondientes a cada solucion. Posteriormente, los indices de refraccion modelados
se obtuvieron mediante la ecuacion (A3.15), utilizando el coeficiente k, sin escala. La
siguiente Tabla presenta los seis puntos experimentales considerados. Las
concentraciones fisicas se expresan en mg/L, mientras que los indices de refraccion son

adimensionales.

Tabla A.3.1 Comparacion entre los indices de refraccion experimentales reportados por Tan y Huang y los calculados con

el modelo lineal para soluciones acuosas de NaCla 293.15 Ky 589.3 nm [97].

Fraccion Concentracion indice Concentracion indice Error Error
masica Tan y Huang experimental modelado modelado  absoluto relativo
(mg/L) (%)
w (mg/L)
0.01 10 050.8 1.3365 10.1 1.3347 0.0018 0.133
0.05 51700 1.3434 52.63 1.3404 0.0030 0.224
0.10 107 070 1.3521 111.11 1.3479 0.0042 0.308
0.15 166 275 1.3610 176.47 1.3560 0.0050 0.368
0.20 229 560 1.3702 250 1.3646 0.0056 0.408
0.25 297200 1.3795 333.33 1.3738 0.0057  0.411
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El error absoluto se define como la diferencia en valor absoluto entre el indice

experimental y el indice modelado
Eabs:lnexp - nmodl- (A321)

El error relativo porcentual se calcula respecto al valor experimental

Eretion- 2224 x 100. (A3.22)
exp
Los resultados muestran que el indice de refraccion calculado con el modelo lineal es
inferior al valor experimental en los seis puntos. El error absoluto aumenta
aproximadamente de 0.0018 a 0.0057, mientras que el error relativo se encuentra
aproximadamente entre 0.13% y 0.41%. Esta diferencia sistematica indica que el modelo
lineal reproduce de manera aproximada el incremento del indice de refraccién con la
concentracion, pero no reproduce exactamente los valores experimentales. Ademas, la
discrepancia aumenta en el intervalo de concentraciones analizado, lo que es consistente
con que una relacién lineal de pendiente constante no necesariamente representa con

precision toda la respuesta de una solucion concentrada.

A3.5. Interpretacion de la comparacion y alcance de los resultados

La Figura A3.1a presenta el indice de refraccion calculado con el modelo lineal de la tesis,
y la Figura A3.1b muestra los indices experimentales reportados por Tan y Huang, ambos
a 293.15K y 589.3nm. En las dos figuras el indice de refraccion aumenta de forma
monotona con la concentracion de NaCl, y a simple vista ambas curvas son casi rectas.
Como las figuras utilizan intervalos de concentracion distintos en sus ejes horizontales,
no se superponen, y la comparacion cuantitativa se realiza con los valores de la Tabla
A3.1. En ella, los datos de Tan y Huang pasan de 1.3365 a 1.3795 entre 10,050.8 y
297,200mg/L, mientras que el modelo lineal, en el mismo intervalo, pasa de 1.3347 a
1.3738. El comportamiento es cualitativamente el mismo, y el indice modelado queda por
debajo del experimental en los seis puntos, con un error absoluto de 0.0018 a 0.0057 y

un error relativo menor a 0.42%.
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Figura A3.1@ Indice de refraccién del NaCl en agua calculado con el modelo lineal de la tesis, n = nH,O + KC, con K =

((Rsotuto/m_sotuto)X1073) L/mg, a 589.3 nm y 293.15 K.

AL Th S s— - S
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Figura A3.1b Indices de refraccién experimentales de soluciones acuosas de NaCl reportados por Tan y Huang a 589.3 nm

y293.15 K, para fracciones masicas de 0.01 a 0.25 [97].

Sin embargo, la pendiente constante del modelo lineal no reproduce completamente la
variacion observada en los datos experimentales. Con los valores de la Tabla A3.1, la
pendiente promedio experimental es de aproximadamente 1.50 x 10 — 7L/mg, alrededor
de 10 % mayor que el coeficiente K, = 1.3621 x 10 — 7L/mg. Ademas, la pendiente local
experimental no es constante, pues disminuye de aproximadamente 1.66 x 10 — 7L/mg

en el primer tramo a 1.37 X 10 — 7L /mg en el ultimo. Esto indica una ligera curvatura de
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los datos que una recta de pendiente fija no puede capturar. Por esta razon, el error
absoluto crece con la concentracion, aunque de manera cada vez mas lenta: casi no
cambia entre los dos ultimos puntos (0.0056 y 0.0057), porque en ese tramo la pendiente
experimental se aproxima a K,. También se observa que el modelo ya presenta una
diferencia de 0.0018 en el punto de menor concentracion. Esta diferencia inicial puede
asociarse tanto a la mayor pendiente experimental a concentraciones bajas como a la
diferencia entre el valor de ny,, del modelo espectral y el del agua de referencia utilizada

en los experimentos. Este ultimo punto no puede resolverse con los datos disponibles.

Por ello, la proximidad general de ambas tendencias debe interpretarse como una
comparacion ilustrativa del comportamiento del indice de refraccion, y no como una

validacién experimental del modelo completo del sensor.

También es necesario considerar que las concentraciones de la Tabla A3.1,
comprendidas aproximadamente entre 10,000 y 297,000mg/L , son entre diez y
trescientas veces superiores al intervalo de 0 a 1000mg/L utilizado para generar los
datos sintéticos de esta tesis. Por tanto, la comparacion se realiza en un intervalo de
concentracion distinto al empleado en el estudio computacional principal. En ese intervalo
de trabajo, el modelo predice un incremento total del indice de refraccion de apenas
1.4 X 10 — 4(de1.33335a1.33349), valor menor que los errores absolutos de la Tabla
A3.1. Por lo tanto, estos errores no pueden extrapolarse ni descartarse para el intervalo
de 0 a 1000mg/L, donde la desviacién entre el modelo y la respuesta real del NaCl

podria ser distinta y debe evaluarse de manera especifica.

En consecuencia, los resultados de esta tabla no demuestran por si solos la precisién del
modelo dentro del intervalo de trabajo de la tesis ni su desempefio ante muestras reales.
Los datos de Tan y Huang se incorporan como una referencia bibliografica para examinar
la tendencia general del indice de refraccion de soluciones acuosas de NaCl y para
verificar que el orden de magnitud del coeficiente K, es coherente con los valores
publicados. La validacion del modelo dentro del intervalo de concentracion de interés, asi
como su aplicabilidad a muestras reales, requerira comparaciones especificas en dicho

intervalo y, posteriormente, una evaluacion experimental.
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